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RESUMEN

En esta propuesta de investigación se propone la combinación de dos tipos de aprendizaje: el aprendiza-
je localmente ponderado y el aprendizaje profundo, para crear un esquema llamado Aprendizaje profundo
ponderado localmente, LWDL. Al unir estos dos enfoques exploraremos el desempeño de los modelos pro-
puestos en dominios de aplicación donde el aprendizaje local sea favorable, que incluyen el reconocimiento
de emociones y la clasificación de ejemplos de clase minoritaria, con traslape de clases, datos con ruido y
grano fino. La finalidad es obtener un desempeño competitivo con el estado del arte y un modelo robusto
e interpretable en el reconocimiento de emociones y la clasificación de ejemplos dentro de los dominios
de alcance del aprendizaje local. El esquema propuesto consiste en integrar el aprendizaje local en un mo-
delo de aprendizaje profundo de extremo a extremo. La contribución principal se enfoca en la mejora de
los modelos convencionales de aprendizaje profundo, bajo la hipótesis de que los métodos que incluyen el
aprendizaje local tienen un mejor desempeño debido a que son capaces de generalizar a pesar de existir una
gran similitud entre los atributos de las clases. Los resultados preliminares obtenidos con el esquema LWDL
muestran ser competitivos con respecto al estado del arte en el dominio de aplicación como el ER.

Palabras Clave: Aprendizaje Profundo Localmente Ponderado, Aprendizaje Profundo, Aprendizaje Lo-
calmente Ponderado.

ABSTRACT

This research proposal proposes the combination of two types of learning: locally weighted learning and
deep learning, to create a scheme called Locally weighted deep learning, LWDL. By combining these two
approaches, we will explore the performance of the proposed models in application domains where local
learning is promising, including emotion recognition and classification of: minority class examples, over-
lapping classes, data with noise and fine-grained. The aim is to obtain a competitive performance with state
of the art and a robust and interpretable model in emotion recognition and the classification of examples wit-
hin the scope of local learning. The proposed scheme is to integrate local learning into an end-to-end deep
learning model. The main contribution focuses on the improvement of conventional deep learning models,
under the hypothesis that the methods that include local learning have a notable performance due to it can
generalize despite the existence of notable similarity between the attributes of the classes. The preliminary
results obtained with the LWDL scheme, it shows to be competitive to state of the art in ER.

Keywords: Locally Weigted Deep Learning, Deep Learning, Locally Weighted Learning.

2



Contenido

1. Introducción 5

2. Marco Teórico 8
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1. Introducción

Las emociones son un fenómeno corto fı́sico-psicológico que se presenta como modos de adaptación
cuando un entorno demanda un cambio. Psicológicamente, las emociones alteran la atención, activando
ciertos comportamientos en respuestas biológicas como las expresiones faciales, cambio en el tono de voz,
movimientos musculares y la activación del sistema nervioso [44].

El reconocimiento de emociones (Emotion Recognition, ER) es la capacidad de identificar estados emo-
cionales humanos mediante el análisis del habla, expresiones faciales, y gestos corporales [46]. Una forma
de reconocer emociones se puede llevar a cabo mediante el análisis de imágenes de expresiones faciales.
ER juega un papel importante en la computación afectiva y ha despertado un gran interés en muchas apli-
caciones que incluyen, la interacción humano-computadora, inteligencia artificial, recomendación de vı́deo,
la comunicación paralingüı́stica, psicologı́a clı́nica, psiquiatrı́a, neurologı́a, evaluación del dolor, detección
de mentiras, entornos inteligentes e interfaz de humano-computadora multimodal (HCI) [60, 49].

A través del tiempo, el estudio de las emociones ha llamado la atención en las ciencias biológicas y socia-
les. El estudio de las emociones ha establecido una hipótesis, llamada hipótesis de la universalidad [19]. La
hipótesis de la universalidad afirma que todos los humanos comunican estados emocionales internos bási-
cos. Se ha observado que estos estados emocionales usan los mismos movimientos faciales en virtud de sus
orı́genes biológicos y evolutivos. También establece que en cada cultura, se construyen modelos mentales
que forman seis grupos distintos, uno por cada emoción básica. Esto es debido a que por cada emoción que
se expresa, se utiliza una combinación especı́fica de movimientos faciales comunes a todos los humanos. Ası́
los modelos mentales construyen una representación que mide la intensidad emocional en todas las culturas
[35].

Mediante un estudio basado en el análisis de culturas Ekman y Friesen definieron seis emociones básicas:
felicidad, sorpresa, miedo, disgusto, enojo y tristeza, e indicaron que los humanos perciben emociones de la
misma manera, independientemente de la cultura [18]. Aunque se determinaron en un contexto general seis
emociones básicas, a través de la investigación, se han ido añadiendo un grupo de emociones compuestas
[27]. Las emociones compuestas se forman a partir de la combinación de las emociones básicas.

El reconocimiento de emociones es una tarea compleja que se ha tratado de abordar con enfoques de
aprendizaje automático (Machine Learning, ML) y de aprendizaje profundo (Deep Learning, DL). El apren-
dizaje automático (ML) permite a las computadoras la habilidad de aprender sin ser explı́citamente progra-
madas, siendo presentados muchos ejemplos relevantes sobre una tarea especı́fica, para posteriormente,
construir modelos capaces de hacer predicciones sobre nuevos ejemplos [22]. En los modelos de ML, se
aplican técnicas de aprendizaje global y local. El aprendizaje global 1 contiene las fases de entrenamiento y
prueba. En la fase de entrenamiento se construyen modelos utilizando todo su conjunto de datos de entrena-
miento para generar un modelo que en la fase de prueba sea capaz de generalizar a instancias nunca antes
vistas.

En contraste, el aprendizaje local hace predicciones a partir de un subconjunto de los datos de entrena-
miento, creando un modelo aproximado a la instancia de consulta. El aprendizaje local está constituido de
tres diferentes enfoques y son: las representaciones locales, la selección local y el aprendizaje localmente

1Para explicaciones posteriores se establece el término de aprendizaje global al aprendizaje automático computacional.

5



ponderado. Una representación local implica que cada nuevo punto de datos afecta a un pequeño subcon-
junto de parámetros y el responder una consulta también implicarı́a un pequeño subconjunto de parámetros.
Algunos ejemplos de representaciones locales son las tablas de búsqueda y clasificadores basados en ejem-
plos o prototipos [5].
La selección local se refiere a métodos que almacenan todos (o la mayorı́a) de los datos de entrenamiento
en memoria y usan una función de distancia para determinar qué puntos almacenados son relevantes para la
consulta. La función de la selección local es ubicar una única salida usando el vecino más cercano o usando
un esquema de votación basado en la distancia. El aprendizaje localmente ponderado almacena explı́cita-
mente los datos de entrenamiento (al igual que los enfoques de selección local) y solo ajusta los parámetros
a los datos de entrenamiento cuando se conoce una consulta. La caracterı́stica crı́tica del aprendizaje local-
mente ponderado es que se utiliza un criterio de ponderación local con respecto a la ubicación de la consulta
para ajustar algún tipo de modelo paramétrico a los datos. Aquı́ surge la confusión de las estructuras de
modelos aparentemente globales (por ejemplo, redes neuronales sigmoidales multicapa, o las redes de fun-
ción de base radial) se llaman modelos locales debido al criterio de entrenamiento que establece. El criterio
establece que todos los datos pueden participar en la construcción del modelo local, siempre que los datos
distantes importen menos que los datos cercanos. Por lo tanto, existen enfoques y representaciones globales
que se pueden transformar en enfoques ponderados localmente utilizando un criterio de entrenamiento local
[4].

Los métodos de LWL son flexibles e interpretables y tienen una configuración de parámetros simple que
mejora el rendimiento en la predicción. Además, pueden representar funciones no lineales con la ventaja de
tener reglas simples en su entrenamiento como: el control de ajuste de parámetros, el suavizado, el recha-
zo de valores atı́picos, entre otros. El proceso de modelado es fácil de entender y ajustar, debido a que se
construye con puntos relacionados al punto de consulta. Una desventaja del método es que puede fallar en
su generalización cuando se presenta una alta dimensionalidad en el espacio latente [51].

Retomando el concepto del reconocimiento de emociones en imágenes con expresiones faciales usando
modelos de ML y DL están enfocados en detectar y analizar regiones de la cara. Los modelos se encargan
de extraer caracterı́sticas geométricas, de apariencia o un hı́brido para ser procesadas por algún algoritmo de
clasificación de ML como se ilustra en la Fig. 1. Algunos algoritmos usados para la extracción de estas ca-

Figura 1: Enfoque convencional de ML usado en el reconocimiento de emociones en imágenes de expresiones
faciales. A partir de imágenes de entrada (a), se detecta la región de cara y puntos de referencia faciales (b), para
extraen de los componentes de la de las caracterı́sticas espaciales y temporales de la cara (c) para utilizar algoritmos
de clasificación. Figura reproducida de [39]

racterı́sticas son: Histogram of Oriented Gradients (HoG), local binary pattern (LBP), relación de distancia
y ángulo entre puntos de referencia en la cara (Facial Landmarks). Los clasificadores usados son: Support
Vector Machine (SVM), Random Forest (RF) and Multilayer Perceptron (MLP) [39]. Estos algoritmos están
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basados en el aprendizaje global. El aprendizaje local no ha sido ampliamente explorado en el contexto
de ER. Una ventaja de los enfoques convencionales de ML es que requieren una capacidad de computo y
memoria relativamente bajos en comparación con los enfoques basados en el aprendizaje profundo (Deep
Learning, DL). Sin embargo, la extracción de caracterı́sticas y los clasificadores deben ser diseñados por el
programador y no pueden optimizarse en conjunto para mejorar el rendimiento del clasificador.

El aprendizaje profundo (Deep Learning, DL) se distingue por aprender caracterı́stica de los datos a
través de múltiples capas de abstracción. Los datos sin procesar se ingresan en el nivel inferior y la salida
deseada se produce en el nivel superior. El resultado del aprendizaje se obtiene través de muchos niveles
de datos transformados. El aprendizaje profundo es jerárquico en el sentido que en cada capa, el algoritmo
extrae automáticamente caracterı́sticas visuales desde niveles inferiores para ser procesadas en niveles más
profundos como se muestra en la Fig. 2.

Figura 2: Representación de una red de aprendizaje profundo para la clasificación de dı́gitos. Figura reproducida de
[21].

Actualmente, ER se ha abordado con enfoques de DL como: Convolutional Neural Netowrks (CNNs),
Deep Neural Netowrks (DNNs), Recurrent Neural Networks (RNNs) y Long short-term memory (LSTM) o
métodos hı́bridos [39]. Estos enfoques basados en el aprendizaje profundo se han utilizado para la extrac-
ción de caracterı́sticas y en tareas de clasificación y regresión. Una de las ventajas de los enfoques de DL es
que reducen la dependencia de modelos basados en la fı́sica o el uso de técnicas de pre-procesamiento. Esto
se lleva a cabo al permitir el aprendizaje de extremo-a-extremo directamente desde los datos de entrada [75]
(como se ilustra en la Fig 3).

Las técnicas de aprendizaje en un modelo de DL como las CNNs utilizan un método de aprendizaje
global, es decir, que su modelo de entrenamiento se construye utilizando todo el conjunto de datos de en-
trenamiento. Actualmente, existen métodos que tratan de adaptar el aprendizaje local en una CNN con el
uso de redes de función de base radial RBF o el de algoritmos basados en instancias como los k-vecinos
más cercanos. Estas adaptaciones en su mayorı́a consiste en el apilamiento de arquitecturas que incluyen el
aprendizaje local en combinación con CNNs, haciendo el aprendizaje independiente uno de otro.

Un modelo que integre el aprendizaje local de extremo-a-extremo sobre un enfoque del aprendizaje pro-
fundo puede tener un mejor desempeño en comparación con los modelos de DL basados en aprendizaje
global. Además de ER, se espera que el modelo tenga un buen desempeño en dominios apropiados don-
de el aprendizaje localmente ponderado alcance resultados sobresalientes. Los dominios dentro del alcance
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Figura 3: Enfoque convencional de DL usado en el reconocimiento de emociones en imágenes de expresiones faciales.
A partir de imágenes de entrada (a), se aplica filtros que convolucionan a través de la imagen para construir mapas
de caracterı́sticas (b), que son mapeados a una resolución espacial demás baja dimensión para conectarse a capas de
redes neuronales completamente conectadas detrás de las capas convolucionales (c), y se reconoce una sola expresión
facial en función de la salida de softmax (d). Figura reproducida de [39]

identificados se refieren a la clasificación de ejemplos de clase minoritaria, con traslape de clases, datos
con ruido y grano fino2. Esto debido a que el modelo de aprendizaje local permite ajustar la capacidad del
algoritmo de aprendizaje a las propiedades locales de los datos.

En esta propuesta de investigación doctoral, se propone el desarrollo de un esquema de aprendizaje pro-
fundo que integre una técnica de aprendizaje local de extremo a extremo llamado Locally Weigted Deep
Learning, LWDL. El esquema LWDL podrı́a mejorar el desempeño en ER o también en algunos dominios
dentro del alcance de LWL, debido a que la localidad favorecerı́a en tareas que impliquen separar carac-
terı́sticas donde la diferencia de los atributos entre clases sea muy sutil. El modelo local se encargará de
agrupar aquellas instancias relacionadas entre sı́ mediante una métrica de distancia. La contribución princi-
pal de la investigación se orienta al desarrollo del esquema LWDL como una mejora en los modelos actuales
del aprendizaje profundo para ER y dominios dentro del alcance de LWL, que basan su aprendizaje en
métodos de aprendizaje global.

2. Marco Teórico

En esta sección se presentan los temas necesarios para el desarrollo de la propuesta de investigación
doctoral relacionados al reconocimiento de emociones, el aprendizaje profundo y el aprendizaje localmente
ponderado.

2.1. Reconocimiento de Emociones

Las emociones son estados de sentimiento con valencia afectiva negativa o positiva [54]. Juegan un papel
importante en la vida humana y las interacciones sociales de cada persona, ya que constituyen una parte
importante en la percepción y cognición humana [33]. Las investigaciones neurológicas y el estudio de las
funciones utilitarias dentro del cerebro humano muestran una relación evidente entre las emociones huma-
nas y la toma racional de decisiones [59, 64]. El reconocimiento automático de emociones se ha abordado
usando diferentes modalidades que incluyen: voz, texto, signos vitales (EGG), reconocimiento de gestos,
expresiones faciales e hı́bridos como se muestra en la Fig 4. Una de las formas más usadas es mediante el

2Nótese que inicialmente consideramos estos dominios dentro del alcance de la propuesta, sin embargo, una contribución del
presente trabajo será la identificación de aquellos dominios en que el enfoque de LWDL puede tener mayor impacto.
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análisis de las expresiones faciales. Las expresiones faciales pueden ser capturadas de forma simple me-
diante una cámara para su análisis en modelos computacionales y su etiquetado se puede llevar a cabo por
expertos simplemente con observar la imagen. Las bases de datos de expresiones faciales que se usan para el
reconocimiento de emociones contienen imágenes de emociones planteadas o aparentes. Para su construc-
ción se pide a un grupo de participantes que expresen diferentes estados emocionales básicos. Una base de
datos de expresiones espontáneas se dice que las expresiones son naturales. La diferencia radica en que las
expresiones espontáneas difieren notablemente de las aparentes en términos de: intensidad, configuración y
duración. En la mayorı́a de los casos, las expresiones aparente son exageradas, mientras que las espontáneas
son sutiles y difieren en apariencia.

Si bien el reconocer emociones mediante signos vitales es una de las técnicas más acertadas, el medir
estados emocionales involucra obtener señales vitales como: la presión arterial, la respiración, los electroen-
cefalogramas, y los electrocardiogramas. La desventaja de este enfoque es que se requiere el uso de sensores
fı́sicos y usuarios con experiencia para el manejo de los equipos [33], limita la movilidad de los participantes
y distrae las reacciones emocionales de la persona.

Reconocimiento de Emociones

TextoVoz

Expresiones
Faciales

Signos
Vitales
(EGG)

Movimientos
corporales

Métodos
Hı́bridos

Figura 4: Diferentes fuentes para el reconocimiento de emociones.

2.1.1. Reconocimiento de Expresiones Faciales

La expresión facial es una de las caracterı́sticas más importantes en el reconocimiento de las emocio-
nes humanas. Una expresión facial consiste en una secuencia de señales no verbales en la comunicación e
interacción entre humanos [34] para comunicar una emoción. Una expresión facial implica la contracción
de músculos en la cara y se puede reconocer a partir de imágenes estáticas o una secuencia de imágenes
o vı́deos [33]. El humano puede asumir la emoción de alguien con el sólo hecho de observar su rostro.
El reconocimiento de expresiones faciales tiene varias aplicaciones como en la visión por computadora, el
comportamiento humano no verbal y la interacción humano-computadora [36].

El objetivo del reconocimiento de expresiones faciales (Facial Expression Recognition, FER) es gene-
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ralmente categorizar la expresión facial en diferentes clases, para distinguir entre distintos gestos faciales e
interpretar incluso estados mentales [33]. Las expresiones faciales se deben a deformaciones temporales de
los elementos faciales como: la boca, las cejas, los ojos y la nariz. El grado de cambios en todas las regiones
faciales determina indirectamente la intensidad de la emoción. Existe un sistema que codifica las expresio-
nes llamado Sistema de codificación de acción facial (FACS) [17]. FACS segmenta los efectos visibles de
la activación muscular facial en unidades de acción (Action Units, AU) [29] y se utilizan particularmente
un conjunto de 46 unidades de acción principales con respecto a su intensidad y ubicación. Esas unidades
de acción codifican las acciones fundamentales de los músculos individuales o grupos de músculos que se
ven involucrados cuando esta presente una expresiones faciales de una emoción en particular. FER se lleva

Figura 5: Ejemplos de la base de datos CK +. En la figura se presentan 8 emociones que expresan diferentes AU. Las
emociones que se representan son: disgusto, felicidad, sorpresa, miedo, enojo, desprecio, tristeza y neutralidad. Figura
reproducida de [47].

a cabo en aplicaciones como estudios psicológicos, animaciones faciales, ciencia cognitiva, neurociencia,
comprensión de imágenes, videojuegos, robótica, dispositivos de visión por computadora y aprendizaje au-
tomático [14].

FER se ha abordado mediante el uso de modelos de aprendizaje profundo, alcanzado resultados sobresa-
lientes en comparación con los métodos convencionales de ML, en la sección 3.1 se presenta una revisión
del estado del arte en FER.

2.2. Aprendizaje Profundo

El aprendizaje profundo (Deep Learning, DL) es un sub-campo dentro del aprendizaje automático (ML)
que aprende modelos en múltiples niveles de representación y abstracción a partir de los datos de entrada
como imágenes, sonido y texto. Históricamente el concepto de aprendizaje profundo se originó a partir de
la investigación de las redes neuronales artificiales [7]. La familia de métodos de aprendizaje profundo se
ha vuelto cada vez más extensos abarcando también modelos probabilı́sticos jerárquicos y una variedad de
algoritmos de aprendizaje supervisado y no supervisado [15].

Un ejemplo de modelo de aprendizaje profundo son las redes neuronales profundas Deep neural network,
(DNN) (Ver Fig. 6). Se pueden definir como un perceptrón multicapa que consiste en una red neuronal
artificial (Artificial Neural Network, ANN) formada por múltiples capas, de tal manera que tiene capacidad
para resolver problemas que no son linealmente separables. Generalmente, este tipo de red consiste en una
capa de entrada, una capa oculta y una capa de salida (cuando se tiene una configuración simple y este no se
considera parte de una red profunda). Cada capa esta compuesta por neuronas que son conectadas entre las
capas y se encargan de transferir los pesos a través de la red.
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Figura 6: Representación de una arquitectura de red neuronal artificial.

Una arquitectura de aprendizaje profundo consiste en una representación de múltiples capas que aplican
funciones de activación para realizar transformaciones no lineales de las entradas que se puede describir de
la siguiente manera:

fW,b
l = fl

 Nl∑
j=1

WljXj + bl

 = fl (WlXl + bl) , l ≤ l ≤ L (1)

Donde el número de unidades ocultas esta dato por Nl. El predictor se encarga de modelar un mapeo de alta
dimensión F a través de la composición de funciones y se puede definir como:

Y (X) = F (X) =
(
fW1,b1
1 ◦ · · · ◦ fWL,bL

L

)
(2)

La salida final es la respuesta de Y y puede ser categórica o numérica. La estructura explı́cita de una regla
de predicción profunda es entonces:

Z(1) = f (1)
(
W (0)X + b(0)

)
,

Z(2) = f (2)
(
W (1)Z(1) + b(1)

)
,

...
Z(L) = f (L)

(
W (L−1)Z(L−1) + b(L−1)

)
,

Y (X) =W (L)Z(L) + b(1)

(3)

Aquı́, se define como: Z(L) la L-ésima capa, W (L) la matriz de pesos y b(L) el sesgo. Z(L) contiene las
caracterı́sticas ocultas extraı́das, dicho de otra manera, el enfoque profundo emplea predictores jerárquicos
que comprenden una serie de transformaciones no lineales en L aplicadas a X . Cada una de las transfor-
maciones L se refiere a una capa donde la entrada original es X , la salida de la primera transformación es
la primera capa, y ası́ sucesivamente hasta la salida Y como la capa (L + 1). Usamos l ∈ {1, · · · , L} para
indexar las capas que se denominan capas ocultas. El número de capas L representa la profundidad de la
arquitectura profunda.

A lo largo de la investigación, han surgido enfoques notables en DL como las Convolutional Neural Net-
work, (CNNs), Recurrent Neural Network, (RNN) (incluyendo Long Short-Term Memory, (LSTM) y Gated
Recurrent Units, (GRU)), Auto-Encoder, (AE), Deep Belief Network, (DBN), Generative Adversarial Net-
work, (GAN), and Deep Reinforcement Learning, (DRL) [2]. DL tiende a generalizar mejor cuando se tiene
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una gran cantidad de datos para entrenar y por lo tanto son modelos más complejos que requieren más
recursos en hardware a diferencia de los modelos tradicionales de ML.

DL ha logrado una importancia excepcional en la comunidad cientı́fica debido a la aplicabilidad a casi
cualquier dominio. Siendo capaz de resolver tareas asociadas con el campo del procesamiento de imágenes,
visión por computadora, reconocimiento de voz, procesamiento del lenguaje natural, traducción automática,
arte, imágenes médicas, procesamiento de información médica, robótica y ciberseguridad todos con nota-
bles resultados.

2.3. Componentes principales de una red de aprendizaje profundo.

Los componentes principales que se usan en redes de aprendizaje profundo son:

Ajuste de capas. Las capas son una unidad fundamental en las redes profundas que van cambiando
dependiendo del tipo de función de activación que use.

Funciones de activación. Las funciones de activación son una función limitadora o umbral que mo-
difica el valor de la salida de la neurona, poniendo un lı́mite en el valor del cual no debe sobrepasar
antes de propagarse a otra. Las funciones comúnmente usadas en DL son:

• Función Sigmoid

• Función Tanh

• ReLU (Rectified linear unit) y sus variantes.

Funciones de pérdida. Las funciones de pérdida cuantifican la salida predicha (o etiqueta) contra la
salida real. Se utilizan funciones de pérdida para determinar la penalización por una clasificación
incorrecta de un dato de entrada, algunas son:

• Mean Squared Error Loss

• Cross-Entropy Loss

• Hinge loss

Métodos de optimización. El entrenamiento de un modelo en aprendizaje automático implica encon-
trar el mejor conjunto de valores para el vector de parámetros como los valores de función de pérdida
más bajo. El aprendizaje automático se puede ver como un problema de optimización, en el que se mi-
nimiza la función de pérdida con respecto a los parámetros de la función de predicción (según nuestro
modelo). Algunos son:

• Adam

• Gradient descent

• Stochastic gradient descent

• RMSprop

Ajuste de hiper-parámetros. Un hiper-parámetro se refiere a elegir libremente por el usuario algu-
nas configuraciones que podrı́an mejorar el rendimiento. Los hiper-parámetros se dividen en varias
categorı́as:
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• Número de capas y neuronas.

• Magnitud (momentum, learning rate).

• Regularización. La regularización es una medida tomada contra el sobreajuste. Los modelos
sobreajustados no tienen capacidad de predecir datos que no hayan visto antes, únicamente des-
cribe bien el conjunto de entrenamiento. La regularización ayuda a modificar el gradiente para
que no se interponga en direcciones que lo lleven a un sobreajuste y algunos incluyen:

◦ Dropout. Es un mecanismo utilizado para mejorar el entrenamiento de las redes neuronales
al omitir una unidad oculta, permitiendo el aceleramiento del entrenamiento. Dropout es
impulsado por la desactivación aleatoria de una neurona para que no contribuya al avance y
la retro-propagación, es decir, toma un subconjunto de neuronas seleccionadas al azar y se
establece en cero dentro de cada capa.
◦ Drop connect. Hace lo mismo que Dropout, pero en lugar de elegir una unidad oculta,

desactiva la conexión entre dos neuronas, estableciendo en su lugar un subconjunto de pesos
seleccionado al azar dentro de la red a cero.
◦ L1 y L2 Penalty. Los métodos de penalización L1 y L2, por el contrario, son una forma

de evitar que el espacio de parámetros de la red neuronal sea demasiado grande en una
dirección, haciendo pesos grandes más pequeños.

• Estrategias de inicialización de pesos.

• Definir número de épocas.

• Normalización de los datos de entrada.

Un enfoque de DL ampliamente usado en el procesamiento y clasificación de imágenes son las Redes
Neuronales Convolucionales (CNNs). Las CNNs tienen la capacidad de funcionar como extractores au-
tomáticos de caracterı́sticas en imágenes y han mostrado resultados superiores en tareas de clasificación de
imágenes. En la siguiente sección 2.3.1, se explica el funcionamiento de las CNNs.

2.3.1. Redes Neuronales Convolucionales

Las Redes Neuronales Convolucionales (Convolutional Neural Networks, CNNs) son un tipo de red neu-
ronal que aplica la operación matemática de convolución en sus capas iniciales de la red. Las CNNs constan
de varias capas que permiten un aprendizaje automático de las caracterı́sticas ya que su entrada son datos
como imágenes. La imagen de entrada convoluciona a través de filtros, para producir caracterı́sticas apro-
piadas y sean utilizadas por capas posteriores de la red para conducir a la etapa de clasificación [41]. La red
se puede estructurar en dos componentes principales y son: Extracción de caracterı́sticas y Clasificación.
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Figura 7: Modelo de una Red Neuronal Convolucional. Figura reproducida de [65].

Extracción de caracterı́sticas
La capa convolucional implica la operación de convolución se le conoce como el detector de caracterı́sticas
de una CNN. La entrada a una capa convolucional son datos sin pre-procesar, por ejemplo imágenes y ge-
nera una salida de imágenes mapa de caracterı́sticas que se usan como entrada a otra capa convolucional.
Generalmente se interpreta como un filtro donde el núcleo filtra datos de entrada para cierto tipo de infor-
mación, siendo capaz de analizar información acerca de la posición del objeto, la invarianza a rotaciones,
el análisis de bordes y las texturas en la imagen. La operación matemática convolución en una imagen se
denota como:

S(i, j) = (I ∗K)(i, j) =
∑
m

∑
n

I(m,n)K(i−m, j − n) (4)

Se toma como entrada una imagen I , se aplica un kernel de convolución K sobre cada pı́xel en la posición
i, j en la imagen y nos da un mapa de caracterı́sticas de la imagen como salida S.

Figura 8: Ejemplo de la operación matemática de convolución sobre una imagen. Figura reproducida de [57].

Otro componente en la capa convolucional son las funciones de activación. En el caso de una CNN,
comúnmente se usa la función de activación llamada unidad lineal rectificada o ReLu (Rectified Linear
Unit). Esta función de activación calcula la salida como se muestra en la ecuación 5, la función calcula si la
entrada esta por debajo de cero, la salida es cero.

R(x) = max(0, x) (5)

Además de la operación de convolución en la fase de extracción de caracterı́sticas, se usa una capa llamada
pooling layer. La capa Pooling se inserta entre las capas convolucionales para reducir progresivamente el ta-
maño espacial (ancho y alto) de la representación de los datos y poder controlar el sobreajuste. La operación
más usada en esta capa es Max-Pooling (como se muestra gráficamente en la Fig.9). Esta operación implica
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la agrupación de un vecindario rectangular y su salida toma el valor máximo del pı́xel dentro del vecinda-
rio. Otras funciones de agrupación incluyen el promedio de un vecindario rectangular (Average-Pooling),
la norma L2 de un vecindario rectangular y un promedio ponderado basado en la distancia desde el pı́xel
central.

Figura 9: Ejemplo de la operación Max Pooling. Figura reproducida de [65]

Fase de clasificación
La fase de clasificación en una CNN es llamada capa totalmente conectada. La capa se comporta al igual que
las redes neuronales, todas las neuronas de la capa están conectadas con cada neurona de la capa anterior y
se puede calcular como:

F (x) = σ(W ∗ x) (6)

Donde F es la salida de las unidades,W ∈ < son los pesos de la red, y σ : < → < es la función de activación
de la red. La capa final generalmente es la capa en la que el error se puede propagar usando el algoritmo de
retropogación Back Propagation y el desempeño de la red se incrementa. Aquı́ la red generalmente usa la
función softmax, donde la salida se calcula como sigue:

S(x)j =
xxi∑N
i=0 e

xi
(7)

S(x) : R→ [0, 1]N , donde N es el tamaño del vector de entrada. Para 1 ≤ j ≤ N . La capa de salida de una
CNN tiene un tamaño igual al número de clases.

2.4. Aprendizaje Localmente Ponderado

En ML un enfoque que adapta algoritmos de aprendizaje local es el aprendizaje localmente ponderado
(Locally Weighted Learning, LWL). LWL es una técnica de aproximación de funciones donde se realiza
una predicción mediante el uso de un modelo local aproximado en torno al punto de interés. Los modelos
locales adaptan modelos que para cada punto de interés, se va creando un modelo basado en las vecindades
del punto. Es decir, a cada punto de los datos, se calcula un factor de ponderación que expresa la influencia
entre sı́ de los datos para la predicción. En general, los puntos de los datos que están cerca del punto de
consulta actual, reciben un peso mayor que los puntos de datos que están distantes [5], como se muestra en
la Fig. 10.

Hay adaptaciones de LWL que implican la combinación de métodos de aprendizaje local y global, crean-
do clasificadores como se muestran en la Tabla 1.
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Figura 10: Ejemplo de Regresión Localmente Ponderada Locally Weighted Regression, (LWR), en la gráfica los
puntos azules representan el conjunto de datos del entrenamiento (x, y) y los modelos lineales locales (lı́neas rojas).
Figura reproducida de [20].

Modelos globales Modelos locales e hı́bridos
Suport Vector Machine SVM Support Vector Machine - kNN SVM-kNN
Multi Layer Perceptron MLP Radia Basis Function Networks RBF

Decision Tree DT Decision Tree - kNN DT-kNN
Naive Bayes NB Naive Bayes - kNN NB-kNN

Linear Regressor LR Locally Weighted Lineal Regressor LWLR
K-Nearest Neighbors KNN

Learning vector quantization LVQ

Tabla 1: Clasificadores en aprendizaje automático basados en aprendizaje local, global e hı́bridos.

Existen algunos modelos de LWL que son no-paramétricos y la predicción actual se realiza mediante fun-
ciones locales que utilizan sólo un subconjunto de datos. Los modelos paramétricos aprenden una función
que aproxima los datos de entrenamiento a la variable objetivo por un vector de parámetros cuyo tamaño es
finito y fijado antes de observar cualquier dato. En los modelos no-paramétricos, la complejidad de su espa-
cio de hipótesis crece según lo hace el número de instancias de datos a considerar. Por ejemplo, el algoritmo
kNN hace que su complejidad sea una función del tamaño del conjunto de entrenamiento. El objetivo detrás
de LWL es que en lugar de construir un modelo global para todo el espacio de instancias, para cada punto
de consulta se construya un modelo local basado en datos vecinos al punto de consulta.

Una caracterı́stica atractiva del LWL es que los modelos son interpretables. El proceso de modelado es
fácil de entender y por lo tanto, fácil de ajustar o controlar algunos parámetros de entrenamiento en el clasi-
ficador. Hay dos categorı́as principales en las que puede dividir los métodos de LWL. La primera categorı́a
incluye los métodos LWL basados en memoria donde todos los datos de entrenamiento se guardan en la
memoria para hacer su predicción, por ejemplo los algoritmos: k-Nearest Neighbor, Weighted Average, y
Locally Weighted Regression. La segunda categorı́a incluye métodos LWL incrementales que no necesitan
recordar ningún dato explı́citamente, por ejemplo las redes tipo RBF (Radial Basis Functions Networks,
RBF) [4].

Las desventajas de estos métodos radica en que son sensibles cuando se presenta una alta dimensionalidad
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en los datos, también tienen problemas para generalizar adecuadamente cuando se tiene un conjunto de
datos extenso (para los métodos basados en memoria). En el caso de los métodos LWL incrementales, es
complicado establecer parámetros iniciales en la configuración de los algoritmos, aunque una ventaja de los
métodos incrementales es que pueden ser adaptados en tareas de clasificación donde el conjunto de datos es
extenso y es capaz de generalizar adecuadamente [13].

2.4.1. Método de los k vecinos más cercanos

El método de los k vecinos más cercanos es un tipo de aprendizaje basado en instancias donde el algoritmo
supone que todas las instancias corresponden a puntos en el espacio n-dimensional <n, y la función objetivo
se aproxima localmente [50]. Comúnmente, el vecino más cercano de una instancia se define en términos
de la distancia euclidiana estándar, más precisamente, una instancia se puede describir como un vector de
caracterı́sticas en la forma:

〈a1(x), a2(x) · · · an(x)〉 (8)

Donde denotamos an(x) como el valor del atributo n-ésimo de instancia x. Por lo tanto, la distancia entre
dos instancias d(xi, xj) se puede definir de la siguiente manera:

d(xi, xj) =

√√√√ n∑
r=1

(ar(xi)− ar(xj))2 (9)

La función objetivo f : <n → V del vecino más cercano se puede calcular como una valor discreto o
un valor real, para un conjunto finito V = v1, · · · , vs. El algoritmo del k vecino más cercano toma cada
ejemplo del conjunto de prueba xq y calcula los k ejemplos más cercanos del conjunto de entrenamiento.
Por ejemplo, si k = 1 entonces el algoritmo retorna el 1-vecino más cercano y asigna a f(xq) el valor de
f(xi) donde xi es la instancia de entrenamiento más cercana a xq. Cuando se tienen valores grandes de k,
el algoritmo asigna a xq al valor más común en el conjunto de los k más cercanos.
Las ventaja del algoritmo es que es fácil de interpretar sus resultados. Es insensible a los valores atı́picos
es decir, la precisión puede verse afectada por el ruido o las caracterı́sticas irrelevantes. Las desventaja del
algoritmo es que es un método basado en instancias, ya que no aprende explı́citamente un modelo, en su
lugar memoriza las instancias de entrenamiento, para ser posteriormente usadas como conocimiento en la
fase de predicción.

2.4.2. Redes de Función de Base Radial

Las redes de Función de Base Radial, (Radial Basis Function, RBF), o Redes RBF son un tipo de red
neuronal artificial construida a partir de funciones de kernel espacialmente localizadas. Las redes RBF pue-
den describirse como una combinación de los enfoques LWL (donde se hace una aproximación local en el
momento de la consulta) y redes neuronales (donde se forma una aproximación global a la función objetivo
en el momento del entrenamiento) [61]. Por lo tanto en las Redes RBF su modelo de aprendizaje supervisa-
do se realiza bajo el concepto de aproximación local.
La arquitectura de una Red RFB es simple y esta compuesta de una capa de entrada, una capa oculta (en
esta capa se definen las funciones RBF) y una capa de salida. En la Fig 11 se muestra la arquitectura tı́pica
de una Red RBF.
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Figura 11: Arquitectura de Red de Función de Base Radial (RBFN). Consiste en un vector de entrada, una capa de
neuronas RBF y una capa de salida. Figura reproducida de [13].

Su funcionamiento básicamente consiste en que la capa de entrada transmite los ejemplos o patrones de
entrenamiento y prueba hacia las capas ocultas. Es decir, el número de unidades de entrada es exactamente
igual a la dimensionalidad d de los datos. Los cálculos en la capa oculta están basados sobre comparaciones
entre vectores prototipos. Los vectores prototipo se obtienen a partir de un agrupamiento previo sobre el
conjunto de datos de entrada, tomando los centros del agrupamiento como los vectores prototipo. Cada capa
oculta contiene d-dimensional vector prototipo. Para la i-ésima unidad oculta el vector prototipo es denotado
por µi. Además, la i-ésima unidad oculta contiene un ancho de banda denotado por σi. Aunque los vectores
prototipo son siempre especı́ficos para unidades particulares, los anchos de banda de diferentes unidades σi
a menudo se establecen en el mismo valor σ. Los vectores prototipo y los anchos de banda generalmente
se aprenden de manera no supervisada o con el uso de una supervisión moderada. Entonces, para cualquier
punto de entrada en el conjunto de entrenamiento X , la activación φi(X) de la i-ésima unidad oculta se
define de la siguiente manera:

hi = φi(X) = e

(
−‖X−µi‖2

2·σi2

)
∀ ∈ {1, · · · ,m} (10)

El número total de unidades ocultas se denota por m. Cada una de estas unidades m está diseñada para tener
un alto nivel de influencia con puntos cercanos a su vector prototipo. Por lo tanto, se puede ver a m como un
número de grupos utilizados o centroides para modelar las unidades RBF. Para entradas de baja dimensión,
es tı́pico que el valor de m sea mayor que la dimensionalidad de entrada d, pero menor que el número de
puntos de entrenamiento n.
Los pesos de las conexiones únicamente existen de los nodos ocultos a los nodos de salida y se establecen
en wi. Luego, la predicción y de la red RBF en la capa de salida se define de la siguiente manera:

y =
m∑
i=1

wihi =
m∑
i=1

wiφi(X) =
m∑
i=1

wie

(
−‖X−µi‖2

2·σi2

)
(11)

Una vez que se obtiene el valor predicho y, entonces se puede configurar una función de pérdida, como por
ejemplo, mı́nimos cuadrados. Los valores de los pesos w1, · · · , wm son aprendidos de forma supervisada.
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Las ventajas una red RBF es que tiene un mejor desempeño cuando el volumen de datos de entrenamiento
es grande. También este tipo de red se le reconoce como una red con alta eficiencia en la fase de entrena-
miento. Ya que su aprendizaje es más rápido debido a que el cambio de peso sólo afecta a la neurona oculta
asociada a dicho peso, es decir, sólo a un grupo de patrones pertenecientes a la clase que representa a dicha
neurona oculta. A diferencia de las MLP, las redes RBF requieren una mayor cantidad de neuronas en los
nodos ocultos para que la red tenga un mejor desempeño. Las redes RBF no son comúnmente utilizadas en
aplicaciones que impliquen un alto volumen de patrones de entrenamiento.

2.4.3. Otros métodos de aprendizaje local

Existen otros métodos de aprendizaje local como son las redes SOMs, el algoritmo LVQ y el método de
regresión lineal localmente ponderado. En esta sección se muestra una descripción de los métodos.

Un mapa auto-organizado (Self organizing maps, SOMs) es un tipo de red neuronal artificial (ANN)
que se utiliza para reducir la dimensionalidad y se entrenan utilizando el aprendizaje no supervisado para
producir una representación discreta del espacio de entrada que son las muestras de entrenamiento de baja
dimensión (tı́picamente bidimensional) llamada mapa. Los mapas SOMs difieren de otras redes neuronales
artificiales, ya que aplican el aprendizaje competitivo en oposición al aprendizaje de corrección de errores
(como la propagación hacia atrás con descenso de gradiente) y en el sentido de que usan una función de
vecindario para preservar las propiedades topológicas del espacio de entrada.
La red SOM generalmente consta de dos capas de nodos: la capa de entrada y de salida. A diferencia de
otras redes neuronales, La red SOM en la capa de entrada los nodos de origen están directamente conecta-
dos a la capa de salida sin ninguna capa oculta [3]. Los nodos en la capa de entrada denotan los atributos
(caracterı́sticas).

Otro método estrechamente relacionado a las redes SOM es el aprendizaje basado en prototipos llamado
Learning Vector Quantization (LVQ). La diferencia radica en que SOM es un método de agrupamiento y
aprendizaje no supervisados en cambio LVQ es aprendizaje supervisado. LVQ utilizan uno o más prototipos
para representar cada clase en el conjunto de datos. A nuevos puntos de datos, se les asigna la clase del
prototipo más cercano a ellos. Por lo general, se usa la métrica de la distancia euclidiana. No hay limitación
sobre cuántos prototipos pueden existir por clase, pero este debe ser al menos 1 para cada clase. Este algo-
ritmo contiene fase de entrenamiento y prueba.

Un método no paramétrico basado en el aprendizaje localmente ponderado es la regresión lineal local-
mente ponderada (LWLR). Este método a diferencia del modelo de aprendizaje global (Regresión Lineal)
ajusta muchos modelos sobre de regresión lineal un punto de consulta en vez de ajustar una sola lı́nea de
regresión. La curva resultante final es el producto de todos esos modelos locales de regresión como se ilustra
en la Fig.10.

3. Estado del Arte

En esta sección presentamos una revisión de la literatura sobre los trabajos actuales relacionados a la in-
vestigación. Se abordan áreas como el reconocimiento de emociones en imágenes, el aprendizaje localmente
ponderado y la adaptación de métodos locales en el aprendizaje profundo.
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3.1. Reconocimiento de Emociones en imágenes

Actualmente, el reconocimiento de emociones en imágenes ha atraı́do una atención creciente debido a la
complejidad de la tarea. El reconocimiento de emociones se realiza con la adaptación de enfoques conven-
cionales de ML o DL. Por un lado, la adaptación de enfoques convencionales de ML incluye tres componen-
tes como: la detección facial, la extracción de caracterı́sticas y la clasificación (como se explicó en la Sec.1
y se ilustró en la Fig.1). En la extracción de caracterı́sticas se emplean algoritmos que incluyen: Histogra-
mas de gradientes (HoG) [25], Patrones Binarios Locales (LBP) [30], entre otros [23, 24]. En los métodos
de clasificación se usan algunos métodos como SVM [70], AdaBoost [23] y DT [76], por mencionar algunos.

ER resolviendo con DL usa enfoques como las CNNs [8], RNNs, LSTM [11] y métodos hı́bridos [16].
Por ejemplo, en el trabajo propuesto por [36] se presenta un modelo basado en redes neuronales convolucio-
nales (CNNs) donde adaptan módulos residuales en sus capas convolucionales. La red se evalúa sobre los
conjuntos de datos Ck+ y JAFFE alcanzando un 95.23 % y 93.24 % de exactitud respectivamente.

La combinación de redes CNN y LSTM se presenta en [67], donde el autor combina la red VGG-Face
con dos redes neuronales recurrentes tipo LSTM. La red VGG-Face se usa para extraer descriptores de
caracterı́sticas en las imágenes. Posteriormente, los descriptores se adaptan como secuencias de entrada en
cada una las redes LSTM. La clasificación se hace tomando las salidas de celdas LSTM como entradas
para un clasificador softmax. En el trabajo [31] se presenta un modelo con dos arquitecturas CNN, una
CNN binaria (B-CNN) y una CNN que tiene como objetivo clasificar 8 emociones (E-CNN). La red B-
CNN se entrena para crear un modelo que clasifique en imágenes una escena como positiva o negativa.
Los pesos obtenidos del modelo B-CNN, son usados para entrenar la siguiente red E-CNN. La red E-CNN
se encarga de entrenar un modelo que es capaz de reconocer 8 tipos de emociones, usando los pesos de
las capas convolucionales de la red B-CNN para generar el modelo E-CNN. Otro trabajo que propone
el uso de arquitecturas tipo CNN pero se adapta un pre-procesamiento de la imagen es en [60]. El pre-
procesamiento consiste en la detección de rostros, cambio de tamaño, adición de ruido y normalización de
datos previamente al entrenamiento de la CNN. El autor reporta que se obtuvo una mejora en el FER al
adaptar el pre-procesamiento. EL método es evaluado usando los conjuntos de datos CK+, JAFFE y MUG.

Para el FER en [68] el autor propone tres modelos de CNN: Light-CNN, dual-branch CNN y una CNN
pre-entrenada. La red Light-CNN es una arquitectura que consiste en 6 módulos de convolución residuales.
La red dual-branch CNN consta de tres módulos: dos módulos de ramificación CNN individuales y un módu-
lo de fusión. La primera rama toma la imagen completa como entrada y extrae las caracterı́sticas globales.
La otra rama toma la imagen de la caracterı́stica de textura preprocesada por LBP como entrada. Finalmente,
el tercer módulo es una red de fusión que toma como entrada las caracterı́sticas globales y de textura. La
red pre-entrenada que se utiliza es ResNet101 y la red esta entrenada sobre el conjunto de datos ImageNet.
Se aplica la técnica Fine-Tuning para entrenar algunas capas y realizar un ajuste fino en algunas capas para
extraer caracterı́sticas más especificas. La salida se ajusta de acuerdo con el número de categorı́as de las
emociones. Los tres modelos se entrenan para reconocer 7 emociones y se hace una comparativa entre ellos.
El autor concluye que un modelo pre-entrenado presenta una mejora de exactitud en el reconocimiento de
emociones. EL método es evaluado con CK+, BU-3DFE y FER2013 alcanzando una exactitud de 85.71 %,
48.17 % y 54.64 % respectivamente. Los resultados de exactitud alcanzados con este modelo, no muestran
una mejora en comparación con los modelos mencionados anteriormente. Además ningún modelo se evalúa
sobre conjunto de datos de ER que contengan emociones compuestas.

Todos estos trabajos han mostrado que los enfoques de DL mejoran el desempeño en el reconocimiento de
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emociones en comparación de los métodos convencionales de ML. Otro punto interesante es que los métodos
usados en ER demostraron que una forma de obtener resultados sobresaliente es mediante la integración de
modelos que se enfoquen en el análisis geométrico y visual de la cara. Sin embargo, en los trabajos revisados
no se pone tanto énfasis en la etapa de clasificación, que es igualmente importante. En esta trabajo nos en-
focamos en tratar de mejorar el aspecto predictivo del modelo, mediante clasificación localmente ponderada.

Existe un trabajo basado en el aprendizaje localmente ponderado (LWL) que se enfoca al reconocimiento
de emociones y hace una comparativa con un método de aprendizaje global. El trabajo presentado en [73]
hace una comparativa de exactitud en el reconocimiento de 7 emociones básicas. Los métodos que usa son
los k-vecinos más cercanos y una red MLP. El autor llega a la conclusión que un modelo local se ajusta mejor
que un método global. Pero el trabajo únicamente se evalúa sobre un conjunto de datos de un modelo 3D de
la cara. El hecho de que un modelo local funcione bien, se puede ser debido a que sea más sensible a separar
los puntos de referencia faciales (facial landmarks) sobre un modelo 3D de la cara ya que directamente
realiza cálculos de distancias entre estos atributos y procesar datos en 3D, permite hacer un agrupamiento
favorable de los facial landmarks. La información procesada es únicamente de la cara y no hay una gran
cantidad de variación en la información visual.

3.2. Aprendizaje Localmente Ponderado

El aprendizaje ponderado localmente se pueden dividir en cuatro categorı́as que incluyen aprendizaje ba-
sado en distancias, centroides, modelos locales ponderados e hı́bridos de modelos globales y locales, como
ilustra la Fig.12. Los algoritmos basados en distancias son algoritmos de aprendizaje automático que clasi-
fican las ejemplos calculando las distancias entre ellos y una serie de ejemplos almacenados internamente.
Los ejemplos más cercanos a la consulta tienen la mayor influencia en la clasificación asignada a la consul-
ta. El aprendizaje basado en centroides se refiere a algoritmos de agrupación que son no supervisados. Este
trata de encontrar un número fijo k de agrupaciones en un conjunto de datos basados en las similitudes en
sus caracterı́sticas. Los modelos hı́bridos consisten en entrenar modelos de aprendizaje global para un con-
junto local de instancias relacionadas a la instancia de consulta. Existen trabajos que incluyen adaptaciones
hı́bridas del aprendizaje local y global para mejorar las tareas de clasificación. Por ejemplo, la adaptación
SVM-kNN resuelve tareas relacionadas con la clasificación de personalidad [62], clasificación de imagen
[66], tareas de reconocimiento de escritura a mano [81] y tareas relacionadas con la clasificación de texto
[79]. El método SVM-KNN consiste en que para cada instancia de consulta, se toma un conjunto de los
k-vecinos más cercanos; el conjunto se usa para entrenar un clasificador SVM que genere un modelo local
para realizar la predicción. Las contribuciones anteriores de aprendizaje ponderado localmente se centran
en cómo las funciones del clasificador pueden aproximarse utilizando cualquier esquema de codificación
local. En el trabajo presentado por [42] el autor propone un clasificador SVM localmente lineal con un
lı́mite de decisión suave y una curvatura limitada. El esquema toma localmente un conjunto de datos y crea
una función de decisión entre los datos para demostrar que aunque el problema no es linealmente separa-
ble, localmente en regiones suficientemente pequeñas el lı́mite de decisión es casi lineal. Por lo tanto, los
datos se pueden separar razonablemente bien utilizando un clasificador localmente lineal. Otra adaptación
al aprendizaje local en SVM es la integración de un kernel no-lineal mediante el producto de un kernel
local y un kernel global, para aprender caracterı́sticas locales arbitrarias. El objetivo del aprendizaje del ker-
nel es aprender conjuntamente los parámetros del kernel y SVM. En particular, el aprendizaje de múltiples
núcleos locales aprende un núcleo diferente; por lo tanto, un clasificador para cada punto en el espacio de
caracterı́sticas [37]. La adaptación de métodos globales como los clasificadores árboles de decisión (Deci-

21



sion Tree, DT) y Multinomial Naive Bayes (Multinomial Naive Bayes, MNB) han sido combinados con el
método local kNN. Estos métodos se han propuesto para resolver tareas relacionadas a la clasificación de
textos [63] y la clasificación de datos incompletos [32].
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Figura 12: Métodos de aprendizaje localmente ponderado.

En los trabajos presentados anteriormente, se concluye que el rendimiento de un clasificador que adapta
un modelo hı́brido reporta mejoras en ciertas tareas de clasificación. Esto puede ser debido a que en la
práctica, entrenar un modelo global con todo el conjunto de datos es lento y tratar múltiples clases no es
tan natural como en un método local. Sin embargo, en la vecindad de un pequeño número de ejemplos
y un pequeño número de clases, los métodos globales a menudo funcionan mejor que otros métodos de
clasificación. Esta combinación es la que hace que un método hı́brido mejore el desempeño del clasificador.
Hoy en dı́a, se han hecho intentos como los presentados en [80, 74, 55, 45, 10] para adaptar el esquema
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LWL en modelos de aprendizaje profundo. En la siguiente sección, se realiza una revisión de la literatura
con las adaptaciones del aprendizaje local en modelos de aprendizaje profundo.

3.3. Aprendizaje Localmente Ponderado en modelos de Aprendizaje Profundo

Uno de los enfoques más explorados en DL con el aprendizaje local son las CNNs. Los trabajos se enfo-
can en resolver la tarea de clasificación de imágenes usando ejemplos adversos. Los ejemplos adversos se
introducen en [72] y se refiere a que aplicando una imperceptible perturbación aleatoria sobre una imagen
de entrada, la predicción de la red entrenada no es capaz de generalizar correctamente. En el trabajo [74]
se presenta un método donde se realiza la combinación de una arquitectura de red neuronal profunda (Deep
Neural Network, DNN) y una red de función de base radial (RBFN), para clasificar correctamente ejemplos
adversos. A pesar de que se añade el concepto de aprendizaje local en enfoques de DL, este trabajo única-
mente define una concatenación de una red neuronal profunda (DNN) y una red de función de base radial
(RBFN). Las redes no aprenden de manera conjunta, el entrenamiento es independiente en cada configura-
ción de red.
Un trabajo interesante que adapta una red RBF profunda (Deep RBF) se presenta en [80]. El autor propone
una CNN y en su capa de salida aplica el concepto de unidades RBF, donde se establece una unidad RBF
para cada clase (ver Fig. 13). Con la finalidad de sustituir la función softmax por las unidades RBF, tomando
como salida la unidad RBF a la clase más cercana. Además, se propone una función de costo que se adapta
para hacer que la red RBF profunda sea resistente a múltiples ataques adversos, es decir, que generalice
correctamente los ejemplos adversos. Una desventaja a considerar en este modelo es que los métodos de
aprendizaje local tienden a tener problemas con alta dimensionalidad en los datos y el método propues-
to únicamente es evaluado sobre un conjunto de datos que puede ser llevado aun espacio latente de baja
dimensión.

Figura 13: Deep Radial Basis Function, Deep RBF presentado por [80].

El algoritmo K-NN también se ha evaluado en modelos de aprendizaje profundo como una representa-
ción del aprendizaje local. En [55] se presenta una red profunda de los k-vecinos más cercanos (DkNN).
Este clasificador hı́brido combina el algoritmo K-NN con representaciones de los datos aprendidos por cada
capa de la red neuronal profunda. Sus contribuciones fueron la demostración de la interpretabilidad de la red
DkNN, la medida de no conformidad en una predicción y la solidez para identificar ejemplos adversos. El
método DkNN consiste en calcular los k vecinos más cercanos de todo el conjunto de entrenamiento y usar
una DNN entrenada para entrenar sobre ese conjunto. Otro trabajo que adapta el método DkNN es [69], este
trabajo se basa completamente en el método de [55] la diferencia se basa en proponer una heurı́stica para la
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inicialización del conjunto de ejemplos que se encuentran cercanos al conjunto de entrenamiento.
Otras adaptaciones del aprendizaje profundo que impliquen técnicas de aprendizaje local como [10, 45] úni-
camente se han enfocado en dar una interpretabilidad a las decisiones tomadas por los clasificadores cuando
se tienen ejemplos adversos. Estos trabajos presentan la desventaja de que el concepto de localidad no se
puede llevar a cabo de extremo a extremo. Dado que se requiere del almacenamiento en memoria de las
instancias, donde para los enfoques de DL no es viable; ya que se requiere una gran cantidad de datos para
que un modelo de aprendizaje profundo generalice correctamente. Además en muchos casos, este tipo de
aprendizaje no cuenta con una fase de clasificación.

Nótese que el aprendizaje profundo localmente ponderado no ha sido aprovechado para resolver tareas
relacionadas al ER en imágenes. La adaptación puede ser benéfico para mejorar el desempeño en el reco-
nocimiento de emociones. Debido a que se explotarı́a las ventajas de las CNNs que aprenden en conjunto
aquellas caracterı́stica visuales que permiten hacer una clasificación correcta de las instancias. El aprendi-
zaje local debe contener una fase de entrenamiento y prueba para ser integrado en la parte de clasificación
que adapte criterios de entrenamiento ponderados localmente.

4. Propuesta de Investigación

En esta propuesta de investigación se propone el esquema de aprendizaje profundo localmente pondera-
do (Locally Weighted Deep Learning, LWDL), que consiste en integrar una técnica de aprendizaje local de
extremo-a-extremo sobre un enfoque de aprendizaje profundo. El esquema puede ser aplicado a dominios
en los cuales el aprendizaje localmente ponderado (LWL) es favorable. Los dominios dentro del alcance de
LWL que se plantean son el ER y la clasificación de imágenes de grano fino, de datos con ruido y datos
no-balanceados. La finalidad es mejorar el desempeño en ER y dominios dentro del alcance de LWL con
respecto a métodos de DL basados en aprendizaje global. A continuación se detalla la investigación pro-
puesta.

4.1. Motivación y Justificación

El aprendizaje localmente ponderado se aplica cuando se tiene problemas al construir clasificadores en
los cuales es difı́cil separar las clases cuando sus atributos visuales son muy similares entre sı́ [78]. El apren-
dizaje local es capaz de crear un modelo robusto e interpretable que generaliza correctamente basándose en
instancias muy cercanas entre sı́.

En el caso del reconocimiento de emociones (ER) en imágenes (siendo una de las aplicaciones que van
dentro del alcance del LWL), se puede llevar a cabo mediante el análisis de expresiones faciales. Actual-
mente existen técnicas más sofisticadas y precisas como el análisis de signos vitales (EGG) para el ER. Pero
estás técnicas algunas veces son invasivas y se requieren aparatos especializados para capturar la informa-
ción. En cambio, las expresiones faciales han sido consideradas por mucho tiempo un lenguaje universal
para señalar estados emocionales en todas las culturas [35]. Estas son relativamente sencillas de capturar en
imágenes, ya sea con una secuencia de imágenes o vı́deos, pero esto nos da captura de emociones aparentes 3.

3Las emociones aparentes son aquellas que se perciben visualmente, de acuerdo a las convenciones establecidas en el recono-
cimiento de emociones, por lo que no es posible determinar si la emoción aparente es en realidad genuina.
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Los conjuntos de datos en ER se capturan de dos maneras y son: en entornos controlados y no contro-
lados. Los entornos controlados generalmente son conjuntos de datos poco extensos que se capturan bajos
condiciones especı́ficas donde los participantes tienen plena conciencia de la emoción que evoca y además
se cuida la exposición, la oclusión, el enfoque, entre otros. En el caso de los no controlados, estos conjuntos
de datos son extensos y generalmente no se controlan las condiciones de su captura.

El reconocimiento de emociones actualmente se aborda con enfoques del aprendizaje profundo obtenien-
do resultados sobresalientes. Los enfoques se dedican a resolver el ER sobre conjuntos de datos tomado
bajos entornos controlados. Pero usualmente, este tipo de conjuntos de datos no son extensos. Esto es un
problema en el momento de utilizar enfoques de DL, ya que los métodos tienden a generalizar mejor sobre
conjuntos de datos extensos.

Figura 14: Ejemplo de un clasificador basado en aprendizaje local donde separa adecuadamente las expresiones
faciales casi perfectamente para cada sujeto, para mejorar el reconocimiento de emociones. Figura reproducida de
[12].

De aquı́ surge la importancia de construir modelos de DL que sean capaces de reconocer con exactitud
emociones en conjuntos de datos tomados bajo entornos no controlados. Además, se enfrenta el reto don-
de existe una variación como: cultural, étnica, racial, de género, de edad y de intensidad emocional. Las
variaciones presentan retos incluso en la identificación de emociones entre los observadores [48]. Las varia-
ciones motivan a pensar en que una técnica de aprendizaje local puede ser prometedora en ER, para crear
clasificadores que sean robustos a la detección de esta variantes (como se ilustra en la Fig.14). Debido a
que la localidad se encargará de agrupar aquellos conjuntos de rasgos que tengan similitud en función a su
distancia.

El aprendizaje local almacena un subconjunto de datos de entrenamiento cercanos al punto de consulta
para construir un modelo local capaz de hacer predicciones. La predicción de un valor o clase para una nueva
instancia, se basa inicialmente en el cálculo de distancias o similitudes entre instancias relacionadas al en-
trenamiento. Internamente el aprendizaje local hace transformaciones no lineales de los espacios, mediante
el uso de aproximadores locales que se encargan del mapeo de entrada-salida de los datos cuando no son
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linealmente separables. Este tipo de aprendizaje tiene la ventaja que los clasificadores son robustos al ruido
en los datos y evita la dificultad de la construcción de una función global sobre todo el conjunto de datos.
Una desventaja en el aprendizaje local es que los modelos presentan problemas ante la alta dimensionalidad,
haciendo inmanejable la aplicación de los métodos locales en altas dimensiones de los datos y derivando en
problemas de regularización [53]. Por lo que en este trabajo, se propone un esquema que explote las ventajas
del aprendizaje local, pero desarrollando técnicas que resuelvan la problemática de alta dimensionalidad al
integrar en un enfoque de DL.

Una motivación acerca del uso de métodos locales aplicados al reconocimiento de emociones en imáge-
nes se basa en la hipótesis de la universalidad presentada en [19], dónde se establece que en cada cultura,
se construyen modelos mentales capaces de identificar cada emoción básica en seis grupos distintos (como
se mencionó en la Sec 1). En cada agrupación la emoción se expresa utilizando un método especı́fico que
implica una combinación de movimientos faciales comunes en todos los humanos. Pero cuando se da el caso
de reconocer emociones inter-raciales, estos modelos mentales empiezan a fallar ya que no es tan evidente
reconocer emociones cuando se presentan variaciones inter-culturales. Ya que no solo se agrupan esa com-
binación de movimientos faciales sino que también juega un papel importante la intensidad e incluso los los
rasgos étnicos. Por lo tanto, esos modelos mentales necesitan hacer agrupaciones capaces de identificar en
conjunto todas esas variaciones, para hacer una predicción exacta. En el caso de modelos computacionales
para abordar el ER, un enfoque de DL que integre un aprendizaje local de extremo a extremo podrı́a fun-
cionar, de tal forma que mejoré el desempeño en la clasificación de emociones, bajo el principio de que los
aproximadores locales se encargarán de construir funciones de decisión que separen los patrones basándose
en la similitud entre ellos [35].

Actualmente, se han realizado intentos por adaptar el aprendizaje local en los modelos del DL. Pero estos
esfuerzos no han sido explorados ampliamente, ni adaptados para aprender patrones complejos en los atri-
butos. También, los métodos no se enfocan en el aprendizaje de extremo a extremo o su integración de un
método local con un de DL es separada. Debido a que únicamente explotan el beneficio de la de extracción
automática de caracterı́sticas de un enfoque de DL y de forma separada (mediante un apilamiento de redes)
se entrenan clasificadores basados en aprendizaje local.

Esto nos conduce al planteamiento de un esquema de aprendizaje profundo que integre un aprendizaje
local de extremo a extremo en un enfoque de DL. El esquema consiste en el aprendizaje profundo localmen-
te ponderado (LWDL) y se aplicará en el ER en imágenes para mejorar el desempeño en el reconocimiento
sobre diversos conjuntos de datos. Tal esquema analizarı́a aquellos componentes faciales que permiten di-
ferenciar cada emoción mediante el análisis de información geométrica y visual de la cara, basándose en
métodos que impliquen la localidad en su aprendizaje para separar aquellos patrones mediante la distancia
entre ellos. El esquema LWDL podrı́a tener un desempeño competitivo en el reconocimiento de emociones
aparentes en imágenes.

4.2. Planteamiento del problema

Los actuales esquemas de Locally Weigted Deep Learning adaptan el concepto más simple del aprendizaje
local de extremo a extremo en un enfoque de DL. Este consiste en integrar en la capa final aproximadores
locales que se encargan de computar la salida de la predicción. Tales esquemas presentan la problemática
relacionada a la construcción de los aproximadores locales y se enfrentan a las siguientes condiciones:
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Los esquemas no generalizan correctamente cuando los aproximadores locales enfrentan una alta
dimensionalidad en el espacio latente.

La selección de parámetros para la creación de las unidades RBF no muestran un indicio de ser los
parámetros que mejor se ajusten en el esquema LWDL.

El problema se abordará con el desarrollo de modelos de aprendizaje profundo ponderados localmente
adaptando múltiples configuraciones de los aproximadores locales, creándolos con técnicas nuevas o que
permitan reducir la alta dimensionalidad. Con el objetivo de superar las limitaciones de las soluciones ya
existentes para obtener resultados que sean competitivos y alcancen un mejor desempeño el estado del arte
en aplicaciones como ER y dominios en el alcance del LWL.

4.3. Preguntas de investigación

Esta propuesta de investigación plantea las siguientes preguntas:

1. ¿En que dominios de aplicación los métodos de aprendizaje local convencionales tienen un mejor
desempeño en comparación con los métodos de aprendizaje global?

2. ¿Cuáles enfoques de DL y LWL conforman el esquema LWDL?

3. Los métodos de aprendizaje local presentan problemas para generalizar en altas dimensionalidades en
el espacio latente por lo tanto, ¿Con qué técnicas se puede lidiar el problema de alta dimensionalidad
en el esquema LWDL?

4. ¿En que dominios un esquema LWDL mejorara la exactitud en la clasificación de imágenes?

5. En el caso de aplicaciones como el reconocimiento de emociones, se tienen conjuntos de datos toma-
dos en entornos controlados y no controlados, donde la heterogeneidad de identidad, género, edad,
etnia, iluminación y pose es mucho mayor. ¿El esquema LWDL tiene un desempeño competitivo en
el reconocimiento de emociones en imágenes mediante el análisis de expresiones faciales?

4.4. Hipótesis

La integración del aprendizaje local de extremo a extremo en un enfoque de aprendizaje profundo (LWDL)
obtiene un desempeño competitivo en comparación con el estado del arte, generando un modelo que es inter-
pretable y robusto en el reconocimiento de emociones y en la clasificación de ejemplos de clase minoritaria,
traslape de clases o datos con ruido y grano fino.

4.5. Objetivos

Desarrollar un esquema de aprendizaje profundo localmente ponderado (LWDL), que obtenga un desem-
peño competitivo en comparación con los métodos tradicionales en la clasificación de imágenes dentro del
alcance de LWL.
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4.5.1. Objetivos Especı́ficos

1. Evaluar las ventajas que ofrecen los esquemas de aprendizaje local y global en términos de rendi-
miento en ER y dominios dentro del alcance de LWL.

2. Determinar los componentes de la estructura del esquema LWDL de extremo-a-extremo.

3. Diseñar el esquema LWDL que contengan aprendizaje local de extremo-a-extremo aplicado a ER y
dominios dentro del alcance de LWL.

4. Desarrollar una estrategia que resuelva la problemática de alta dimensionalidad en el espacio latente
y la construcción de los aproximadores locales en el esquema LWDL.

5. Implementación y evaluación del esquema LWDL en ER y dominios dentro del alcance de LWL.

4.6. Contribuciones

En esta investigación doctoral se pretende obtener las siguientes contribuciones:

Un esquema de Locally Weighted Deep Learning. La integración de la técnica de aprendizaje local de
extremo a extremo sobre un enfoque del aprendizaje profundo.

Una metodologı́a para el reconocimiento de emociones y la clasificación de imágenes en el alcance
de LWL.

4.7. Metodologı́a

4.7.1. Evaluar las ventajas que ofrecen los esquemas de aprendizaje local y global en términos de
rendimiento en ER y dominios dentro del alcance de LWL.

En esta sección se plantea la hipótesis de que los métodos convencionales de ML basados en aprendizaje
local, tienen un mejor desempeño en el reconocimiento de emociones aparentes en imágenes.
Una aplicación del LWDL es el reconocimiento de emociones, aquı́ se establece la hipótesis de que los
clasificadores globales no separan adecuadamente el conjunto de las unidades de acción que conforman las
expresiones faciales, que a su vez componen una emoción. Debido a que tienden a generalizar mediante mo-
delos que construyen sus funciones de decisión utilizando todo su conjunto de instancias de entrenamiento.

Para el reconocimiento de emociones un método local que construya sus lı́mites de decisión basados en la
similitud calculada mediante distancias, permitirán hacer una separabilidad adecuada de los patrones dados
las variaciones que se presentan en la emoción. El reconocimiento requiere que los clasificadores hagan
una separación de patrones más fina. Por ejemplo en el caso siguiente: tenemos una variación racial donde
hay asiáticos y caucásicos. La forma de distinguir entre ellos emociones es diferente. Los asiáticos tienden
mostrar signos tempranos caracterı́sticos de intensidad emocional con los ojos. Los caucásicos involucran
otros músculos faciales y no relacionados exactamente con los ojos [35]. Esto significa que en regiones
especı́ficas se brinda información importante para el reconocimiento de cierta emoción y que esta ligada
la dependencia racial debido a los rasgos. En este caso, se puede pensar que un método de aprendizaje
local serı́a pertinente dada esta y algunas variaciones culturales, ya que se encargarı́a de construir lı́mites de
decisión basándose en el cálculo de similitudes entre las variaciones que se presenten entre emoción.
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Figura 15: Representación gráfica de un clasificador basado en aprendizaje local para el reconocimiento de emociones
en imágenes.

Para comprobar la hipótesis se debe formular una comparativa entre los métodos de aprendizaje local y
global para reconocer emociones aparentes en imágenes.

Entregable:

Evaluación de clasificadores basados en el aprendizaje local y global en dominios dentro del alcance
del LWL.

4.7.2. Determinar los componentes de la estructura del esquema LWDL de extremo-a-extremo.

En esta sección se hace una revisión de los enfoques de DL usados en ER. Por parte de LWL se hace una
revisión y un análisis de métodos que se pueden integrar con DL, para hacer un aprendizaje local de extremo
a extremo.

ER se ha llevado a cabo con enfoques como las CNNs, RNNs, e hı́bridos. Uno de los enfoques de apren-
dizaje profundo disponibles ampliamente usados, son las CNNs. La popularidad de estos enfoques radica
en que reducen en gran medida la dependencia de las técnicas de pre-procesamiento en la imagen. Donde
generalmente, se construyen modelos enfocados al análisis de la fı́sica de la cara y la aplicación de otras
técnicas para el estudio de las expresiones faciales.

En el aprendizaje localmente ponderado se tienen dos variantes importantes, una consiste en métodos
basados en instancias y métodos incrementales. Los métodos basados en instancias (como se mencionó en
la Sec.2) son métodos que mantienen todas las instancias de entrenamiento son guardadas en memoria. Esto
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ER a través de
imágenes con DLCNNs

CNNs + RNNs

RNNs

presenta una desventaja cuando se tiene un conjunto de datos muy extenso, dado que se requiere mayor
recurso computacional para hacer una predicción. En cambio, los métodos incrementales cuentan con una
fase de entrenamiento y prueba. La construcción de su modelo se basa en crear lı́mites de decisión en base
a instancias relacionadas (muy cercanas) entre sı́.

Por lo tanto se concluye que un método incremental se ajusta mejor para hacer una adaptación del apren-
dizaje local de extremo a extremo en un enfoque de DL. Esto es debido a que los métodos de DL tienden a
generalizar mejor y evitar el sobre-ajuste cuando se entrena sobre conjuntos de datos muy grandes.

Una de las formas de abordar el esquema de Locally Weigted Deep Learning, LWDL (como se muestra
en la Fig.16), es mediante la integración del enfoque tipo CNN, con algunos métodos de LWL como: Las
Redes de Función de Base Radial (RBFN), o adaptando aproximadores locales basados en algoritmos de
agrupamiento (Clustering), en incluso utilizando clasificadores basados en distancias ponderadas (Distance
Weighted Learning).

Convolutional Neural Networks

Radial
Basis

Function
Networks

Distance
Weighted
Learning

Clustering

Figura 16: Métodos de aprendizaje localmente ponderado (LWL) que pueden ser adaptados sobre un enfoque de DL
como las redes neuronales convolucionales (CNNs).
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Entregable:

Análisis de la pertinencia del aprendizaje local en enfoques de DL de extremo a extremo, aplicados al
ER.

4.7.3. Diseñar el esquema LWDL que contengan aprendizaje local de extremo-a-extremo aplicado a
ER y dominios dentro del alcance de LWL.

El enfoque de DL que se usará para adaptar el esquema LWDL son las CNNs. La razón es que se requiere
tomar la ventaja de las CNNs que en gran medida reducen la dependencia de técnicas de pre-procesamiento y
funcionan como extractores automáticos de caracterı́sticas en conjunto con la clasificación de las imágenes.
A continuación, se proponen algunas posibles arquitecturas de lo que comprende el esquema LWDL. Siendo
estas algunas de las formas generales de abordar el ER con el esquema LWDL.

Red profunda de función de base radial (Deep Radial Basis Function Network, Deep-RBF Net-
work).

Una forma de esquema LWDL es mediante la integración de un aprendizaje basado en redes RBF. Las
redes RBF actúan como aproximadores locales y son semejantes a las redes MLP (en la Sec.2 se ex-
plica a detalle la diferencia entre cada una). Una forma de desarrollar el esquema LWDL es mediante
la adaptación de un enfoque CNN que integre aproximadores locales basados en Redes RFB de extre-
mo a extremo. Una CNN se puede considerar que contiene dos fases que son la extracción automática
de caracterı́sticas visuales y la fase de clasificación. La red aprenden caracterı́sticas conforme a un
perceptrón multicapa (MLP) que se considera son las capas totalmente conectadas de la CNN (siendo
estas parte de la fase de clasificación). Las redes MLP funcionan globalmente, es decir, las salidas de
la red son decididas por todas las neuronas. A diferencia de las redes de aproximación local que sus
salidas están determinadas por unidades ocultas especializadas en ciertos campos receptivos locales.

En la Fig.17 se presenta una arquitectura simple y la más general de una Deep-RBF Network. Esta
configuración difiere de la ya existente en el estado del arte por la adaptación de multiples unidades
RBF en capas intermedias y da pie a diseñar una configuración más compleja como la mostrada en la
Fig. 28. La red integra unidades RBF para que el modelo clasifique conforme a unidades ocultas espe-
cializadas en ciertos campos receptivos locales (pero en capas iniciales de las totalmente conectadas).

Figura 17: Descripción general una arquitectura de DL que integra el aprendizaje local de extremo a extremo usando
unidades RBF.

A diferencia del primer esquema del aprendizaje local de extremo a extremo presentado en [80]. El
autor aplica la localidad sobre la última capa para calcular la clase a la que pertenece la instancia, es
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decir, en la capa de salida se adaptan unidades RBF conforme el tamaño de las clases. Se elige como
salida el argumento mı́nimo de la neurona, significa que toma la clase que tenga la mı́nima distancia.
En la Fig. 18 se muestra la arquitectura propuesta por [80].

Figura 18: Descripción general una arquitectura de DL que integra el aprendizaje local de extremo a extremo usando
unidades RBF.

De los modelos existentes, se observa que solo se ajustan bien en ejemplos donde el espacio latente no
es de alta dimensión, por ejemplo en conjunto de datos con el que fue evaluado pertenece a un espacio
latente de baja dimensión. Esa es la razón por la que el modelo se desempeña correctamente, pero
si el modelo se prueba con un conjunto de datos de alta dimensionalidad, el modelo presentarı́a pro-
blemas para generalizar correctamente. Además, se presentarı́a otra problemática, y es el determinar
los parámetros adecuados y el número de unidades RBF. Este tipo de problemas se deben enfrentar
cuando se quiere adaptar el aprendizaje local de extremo a extremo sobre un enfoque de aprendizaje
profundo para mejorar el desempeño en el reconocimiento de emociones en imágenes.

Entregable:

Arquitecturas de DL que integren el LWDL.

4.7.4. Desarrollar una estrategia que resuelva la problemática de alta dimensionalidad en el espacio
latente y la construcción de los aproximadores locales en el esquema LWDL.

En el caso de las redes tipo Deep RBF propuestas como uno de los esquemas LWDL, se presentan las
siguientes problemáticas:

Determinar las unidades RBF

Reducir el espacio latente de alta dimensión.

Se ha planteado algunos métodos para para resolver estos problemas. A continuación se describen.

Determinar las unidades RBF
Este se puede llevar a cabo de dos formas:

1. A prueba y error.
Las unidades RBF se pueden crear estableciendo algún número de unidades RBF ocultas, inicia-
lizándose de forma aleatoria los centros y radios.
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2. Usando algoritmos de agrupamiento.
Este determina las unidades RBF mediante la creación de prototipos. Los prototipos usan algoritmos
de agrupamiento para construir los centros y anchos a partir del conjunto de datos de entrenamiento.

Una estrategia puede ser el uso de algoritmos de agrupamiento como:

Agrupación espacial basada en densidad de aplicaciones con ruido (Density-Based Spatial Clus-
tering, DBSCAN).
El algoritmo determina un número de kernel basado en la densidad de la muestra con sus vecinos
más cercanos. Estos kernel son usados para construir el agrupamiento. Se utilizarı́an estos kernel
como el centro de cada unidad RBF, y se obtendrı́a el radio como la distancia del kernel al vecino
más lejano que es considerado como el punto kernel.

K-Means Clustering
El número de unidades RBF será proporcional al número de centroides del algoritmo de agru-
pamiento, y será inicializado en el mismo punto. El radio será igual a la distancia del centroide
al elemento más lejano del agrupamiento.

Mean-Shift Clustering El algoritmo puede determinar el número de clúster o ser un valor esta-
blecidos como parámetro, de igual forma, que los demás métodos de grupamiento, los centroides
son usados para inicializar las unidades RBF.

Reducción de la alta dimensionalidad en el espacio latente.
La reducción de dimensionalidad del esquema LWDL, se puede llevar a cabo mediante dos técnicas:

Autoencoders. En el aprendizaje profundo, se puede utilizar un tipo de red neuronal llamada autoen-
coders. Los autoencoders son redes neuronales que se pueden usar para reducir los datos en un espacio
latente de baja dimensión al apilar múltiples transformaciones no lineales. Esta reducción se puede
llevar a cabo dentro del modelo de aprendizaje profundo de extremo a extremo. El espacio latente de
baja dimensión, se puede utilizar como entrada de la capa con aproximadores locales, para crear un
aprendizaje local de extremo a extremo en un enfoque de aprendizaje profundo.

Multibranch Deep Radial Basis Function. Una idea nueva para lidiar con la alta dimensionalidad en
una CNN, es la adaptación de módulos de unidades RBF entre las capas convolucionales. En la Fig.
19 se presenta una arquitectura propuesta del esquema LWDL. La red reduce la dimensionalidad del
espacio latente al adaptar múltiples conexiones ponderadas por aproximadores locales en los mapas
de caracterı́sticas. Los aproximadores locales consisten en múltiples módulos RBF que se conectan a
un sub-conjunto de los mapas de caracterı́sticas para hacer un aprendizaje local de las caracterı́sticas
extraı́das. En esta configuración, se usan 16 módulos RBF de la última capa convolucional.
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Figura 19: Multibranch Deep Radial Basis Function con 16 modulos RBF.

Otra configuración que podrı́a ser funcional y que integra el aprendizaje local de extremo a extremo es
la que se muestra en la Fig.20. Este modelo trata de aplicar un tipo de conexión residual, ya que entre
las capas convolucionales, se hacen conexiones residuales ponderadas por aproximadores locales. Las
ramas se adaptan a múltiples niveles jerárquicos de las caracterı́sticas extraı́das en la red neuronal
convolucional.

Figura 20: Multibranch Deep Radial Basis Function con 25 modulos RBF.
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Entregable:

Esquemas LWDL con estrategı́as para resolver la problemática de los métodos de aprendizaje local
cuando se adaptan en un enfoque de DL de extremo a extremo.

4.7.5. Implementación y evaluación del esquema LWDL en ER y dominios dentro del alcance de
LWL.

En esta sección se desarrolla el esquema LWDL integrando todas las técnicas propuestas para llevar a
cabo el aprendizaje local de extremo a extremo en un enfoque de DL. También se muestran los conjuntos
de datos relacionados al reconocimiento de emociones aparentes en imágenes, usados en el estado del arte
y clasificación de objetos en imágenes enfocados al dominios dentro del alcance LWL.

Implementación del esquema LWDL aplicado al ER.

Evaluación del esquema LWDL con conjunto de datos que se usan comúnmente para entrenar algo-
ritmos de aprendizaje automático y el aprendizaje profundo. Por ejemplo: Cifar10, Cifar100 y Tiny-
Imagenet.

Evaluación del esquema LWDL en conjuntos de datos usados en la clasificación de grano fino, datos
no balanceados y datos con ruido.

Evaluación del desempeño del esquema LWDL, usando conjuntos de datos relacionados al reconoci-
miento de emociones, comunmente usados en el estado del arte en el ER en imágenes de expresiones
faciales. Los conjuntos de datos creados bajo entornos controlados comúnmente usados en el ER son
los siguientes: CK+, JAFFE, MMI y iCV-MEFED. Los conjuntos de datos creados bajo entornos no
controlados son los siguientes: EmotionNet y AffectNet, ExpW y RAF-DB.

Figura 21: Conjunto de datos usados para evaluar el esquema LWDL.
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Comparativa entre el estado del arte relacionado con el reconocimiento de emociones en imágenes y
los resultados obtenidos del esquema LWDL.

Entregable:

Desarrollo, evaluación y comparación del esquema LWDL.

4.8. Cronograma de actividades

El cronograma de actividades para alcanzar los objetivos de la propuesta se presentan en la Tabla 22. El
plan se divide en cuatro periodos por año, cada periodo de tres meses.

Figura 22: Cronograma de actividades para la investigación de doctorado.

4.9. Plan de publicaciones

Se tiene contemplado publicar al menos 2 artı́culos en conferencias internacionales y 2 artı́culos en revis-
tas JCR. Los posibles foros de publicación son:

IEEE Transactions on Affective Computing.

Pattern Recognition Letters.

IEEE International Conference on Automatic Face and Gesture Recognition.

European Conference on Computer Vision.
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5. Resultados Preliminares

En esta sección presentamos resultados preliminares que respaldan nuestra propuesta de investigación,
enfocándose al reconocimiento de emociones como a una de las aplicaciones donde se puede aplicar el
esquema LWDL. Los resultados se dividen en dos partes:

Comparativa entre los métodos de aprendizaje local y global para reconocer emociones aparentes
en imágenes. Cuyo objetivo es evaluar el desempeño de ambos tipos de aprendizaje para mostrar la
pertinencia de la propuesta.

Evaluación preliminar del esquema LWDL en el reconocimiento de emociones aparentes en imágenes
mediante el análisis de expresiones faciales. Con el objetivo de demostrar que el esquema LWDL
muestra resultados competitivos en ER en imágenes.

5.1. Comparativa entre los métodos de aprendizaje local y global para reconocer emociones aparen-
tes en imágenes.

El experimento consiste en usar una CNN pre-entrenada como extractor de caracterı́sticas visuales en
imágenes para construir conjuntos de datos de entrenamiento, validación y prueba. Posteriormente se entre-
nan y evalúan algoritmos de clasificación usando con los conjuntos de datos obtenidos anteriormente para
comparar el desempeño de los métodos que usan aprendizaje local y global, en la Fig.23 se muestra un
diagrama de cada etapa.

Figura 23: Diagrama del modelo de aprendizaje automático para clasificar imágenes
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5.1.1. Extracción de caracterı́sticas en imágenes

Para el experimento se usaron dos tipos de CNNs como extractores de caracterı́sticas. Una de ellas es
la red Inception V4 y la otra la red Modelo 9 presentada en el artı́culo [43]. Inception V4 [71] es una
de las arquitecturas de CNNs más relevantes en el estado del arte por alcanzar resultados superiores a otras
arquitecturas propuesta. El modelo 9 [43] se usó debido a que presenta resultados sobresalientes de exactitud
al evaluar sobre el conjunto de datos Tiny-Imagenet que se usa para la experimentación. En la tabla 2 se
describe las capas usadas de las CNNs.

Red Neuronal Convolucional
(CNNs) Nombre de la capa # Caracterı́sticas Visuales

Inception V4 FC1 1536
ConvNet Model 9 FC1 4096

Tabla 2: Extracción de caracterı́sticas usando CNNs. Se extraen varias caracterı́sticas dimensionales de la red. Se usa
la primera capa totalmente conectada después de la última ReLU del modelo previamente entrenado.

El modelo 9 es una arquitectura que consta de 16 capas y recibe una imagen de entrada de 56 x 56 x 3.
Es entrenada con un batch size de 200, un momentum de 0.9 y un dropout de 0.5. La Tabla 3 muestra en las
columnas la profundidad de la red y las dimensiones de las capas.

Image Input ConvNet Configuración del Model 9

56
conv3-64
conv3-64

28
conv3-128
conv3-128

14
conv3-256
conv3-256
conv3-256

7 (six layers) conv3-512
FC1 4096

FC2
4096

dropout
FC3 200 Softmax

Deep (conv+fc) 16

Tabla 3: Arquitectura de la red convolucional del modelo 9. El modelo se usa para entrenar una CNN para cada
conjunto de datos en el experimento.

La red Inception V4 se entrenó con imágenes de dimensiones de (299 x 299 x 3) y también se aplicó la
técnica de Fine-Tuning. El esquema de la red Inception V4 se muestra en la Fig 24. La técnica Fine-Tuning
consiste en usar un modelo de red profunda previamente entrenado, básicamente este descongela algunas
capas superiores de un modelo congelado y vuelve a entrenar el modelo con nuevas capas. Para este caso, se
uso los pesos de la red pre-entrenada sobre ImageNet. En la Fig. 25 se muestra el esquema de Fine-Tuning
usado a la red Inception V4 para el experimento.
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Figura 24: Arquitectura de la red Inception V4. Figura 25: Fine-Tuning para la Red Inception V4.

5.1.2. Entrenamiento y prueba de los clasificadores basados en aprendizaje local y global.

Los algoritmos de ML usados en el experimento se muestran en la Fig.26. En cada uno se adapta ciertas
configuraciones. Por ejemplo, SVM usa un kernel lineal, norma l2, con multi-clase (one vs rest) y un criterio
de paro de 1e-5. MLP usa la función de activación ReLu, una capa oculta de 50 neuronas, momentum de 0.9,
el optimizador Adam y una tasa de aprendizaje de 0.01. DT usa una profundidad de 5 con 10 estimadores
sobre 5 caracterı́sticas. NB se evalúa en un clasificador Gaussiano. SVM-kNN toma los 10 vecinos más
cercanos y construye un modelo de maquina de soporte vectorial con los k vecinos más cercanos, este mismo
principio se aplica para DT-kNN y NB-kNN. RBF se entrena con 120 unidades RBF y con el número de
clases como centroides en sus capa de salida. kNN se evalúa con los k = 1, ..., 10, y se toma el mejor
resultado para cada base de datos. LR y LVQ usan los parámetros por defecto presentados en la librerı́a
scikit-learn [58].
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Figura 26: Algoritmos de aprendizaje supervisado usados en el experimento para hacer una comparativa entre apren-
dizaje local y global.

Los resultados de la clasificación se reportan sobre la métrica de exactitud Top-1. Top-1 es la exactitud
convencional, es decir, toma la primera respuesta del modelo (a la que tiene la clase una mayor probabilidad)
como la respuesta esperada.

5.1.3. Resultados de la evaluación de los métodos locales y globales en conjuntos de datos generales.

El experimento también lleva a cabo con algunos conjuntos de datos que son usados en el estado del arte,
para evaluar el desempeño de los algoritmos y estos son: Cifar10, Cifar100 y TinyImagenet. En la Tabla 4 se
muestra la distribución de los conjuntos de datos. Las colecciones de imágenes contienen diversos objetos
que pertenecen a distintas categorı́as.

Dataset #Training Samples #Testing Samples #Clases
Cifar10 50,000 10,000 10
Cifar100 50,000 10,000 100

Tiny Imagenet 100,000 10,000 200

Tabla 4: Distribución del conjunto de datos de entrenamiento y prueba para la clasificación de imágenes.

En las Tablas 5 y 6 los resultados obtenidos al evaluar los métodos de aprendizaje local y global indican
que cuando se tiene una variación en las imágenes, un modelo local no representa una mejora. Y que depende
más del tipo de imágenes que se presenten, por ejemplo en Tiny-ImageNet la variación en los objetos en
las imágenes es mucho mayor que en Cifar10, modelo para el cual el aprendizaje local mejora usando un
método hı́brido.
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Feature Extractor Inception V4: #Features 1536
Global Learning Local Learning CNN

Database SVM MLP DT MNB LR SVM-kNN RBF DT-kNN NB-kNN LWLR KNN LVQ InceptionV4 InceptionV4
Fine-Tuning

Cifar10 0.841 0.861 0.607 0.760 0.857 0.891 0.841 0.2 0.1 0.3 0.816 0.8 0.6541 0.85
Cifar100 0.639 0.672 0.591 0.661 0.652 0.610 0.660 0.102 0.092 0.124 0.654 0.551 0.1027 0.529

Tiny-Imagenet 0.410 0.443 0.318 0.412 0.499 0.483 0.460 0.085 0.053 0.078 0.516 0.5 0.2032 0.70

Tabla 5: Resultados de exactitud Top-1 en la clasificación usando aprendizaje local y global. Extrayendo 1536 ca-
racterı́sticas del modelo InceptionV4, pre-entrenado con el conjunto de datos ImageNet. Usando la primera capa
totalmente conectada (FC1) después de la última ReLU.

Feature Extractor Model 9: #Features 4096 FC1
Global Learning Local Learning CNN

Dataset SVM MLP DT MNB LR SVM-kNN RBF DT-kNN NB-kNN LWLR kNN LVQ Model 9 Model 9
Fine-Tuning

Cifar10 0.821 0.831 0.597 0.740 0.794 0.861 0.812 0.2 0.110 0.397 0.803 0.473 0.763 0.837
Cifar100 0.624 0.632 0.571 0.636 0.649 0.596 0.659 0.07 0.075 0.147 0.644 0.491 0.702 0.794

Tiny-Imagenet 0.575 0.586 0.413 0.591 0.518 0.587 0.596 0.03 0.01 0.293 0.567 0.483 0.532 0.596

Tabla 6: Resultados de exactitud Top-1 en la clasificación de imágenes usando aprendizaje local y global. Extrayendo
4096 caracterı́sticas del modelo 9 [43], pre-entrenado con el conjunto de datos TinyImageNet. Usando la primera capa
totalmente conectada (FC1) después de la última ReLU.

5.1.4. Resultados de la evaluación de los métodos locales y globales en conjuntos de datos relaciona-
das al reconocimiento de emociones en imágenes.

El experimento enfocado al reconocimiento de emociones en imágenes usa una red CNN pre-entrenada
llamada VGG-Face [56] como extractor de caracterı́sticas visuales. La Tabla 9 muestra la distribución de los
conjuntos de datos los comunes en el reconocimiento de emociones en imágenes.

Dataset #Training Samples # Testing Samples #Classes
CK+ 877 104 7

JAFFE+ 149 64 7

Tabla 7: Distribución del conjunto de datos de entrenamiento y prueba para el reconocimiento de emociones usando
el conjunto de datos Ck + de expresiones faciales.

La Red VGG-Face (Fig.27) es una CNN de 22 capas y 37 unidades de profundidad entrenada en más de 2
millones de imágenes de celebridades. VGG-Face ha demostrado tener desempeño sobresaliente en puntos
de referencia relacionados al reconocimiento facial. La red utilizó un conjunto de datos en su entrenamiento
que es similar al conjunto de datos CK +. Por lo cual la hace apropiada para el experimento y que su
rendimiento sea más confiable en nuestra aplicación. La red extrae 4096 caracterı́sticas visuales de la primera
capa totalmente conectada (FC1) después de la última ReLU. Las bases de datos se dividen en ejemplos
de entrenamiento y de prueba para cada ejemplo, se extrae un vector caracterı́stico de la imagen X =
[x1, x2, · · · , x4096].

La comparativa entre lo métodos de aprendizaje local y global para ER en imágenes se muestra en la Ta-
bla. 8. Los resultados obtenidos arrojan que los métodos locales tienden a generalizar mejor que los modelos
globales, a excepción del clasificador LVQ. El clasificador que mejor se ajusta en el reconocimiento es el
basado en instancias kNN. Los resultados brindan soporte de que los métodos locales se ajustan adecuada-
mente en el reconocimiento de emociones.
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Figura 27: Arquitectura de la red CNN VGG-FACE.

Feature Extractor VGG FACE: #Features 4096 FC1
Global Learning Local Learning CNN

Database SVM MLP DT MNB LR SVM-kNN RBF DT-kNN NB-kNN LWLR kNN LVQ VGGFACE VGGFACE
Fine-Tuning

CK + 0.952 0.962 0.942 0.952 0.952 0.973 0.971 0.970 0.913 0.971 0.981 0.798 0.2113 0.8014
JAFFE 0.801 0.912 0.793 0.781 0.732 0.926 0.942 0.803 0.813 0.794 0.953 0.535 0.1428 0.2087

Tabla 8: Resultados de exactitud Top-1 en la clasificación usando aprendizaje local y global. Extrayendo 4096 carac-
terı́sticas de la red VGG-Face pre-entrenada. Usando la primera capa totalmente conectada (FC1) después de la última
ReLU.

5.2. Evaluación del esquema preliminar LWDL en el reconocimiento de emociones aparentes en
imágenes mediante el análisis de expresiones faciales.

El esquema LWDL que se evalúa es el propuesto en la Fig.28. La arquitectura Deep RBF 16-MOD es tipo
CNN que integra el aprendizaje local de extremo a extremo usando unidades RBF. La localidad se aplica
mediante 16 módulos RBF en una CNN. La configuración de los módulos RBF se adaptan para reducir
la alta dimensionalidad del espacio latente. Si no se implementaran la ramas en la arquitecta cada unidad
RBF una dimensionalidad de entrada de 25,088. La elección de los 16 módulos se hace de forma arbitraria
con la finalidad de solo tomar un subconjunto de los mapas de caracterı́sticas de la capa convolucional final
teniendo una dimensionalidad de entrada de 49.
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Figura 29: Convolutional Neural Networks con 16 mod, CNN 16-MOD.

Figura 28: Deep Radial Basis Function con 16 modulos RBF.

Para la comparativa entre métodos que no adaptan el aprendizaje local, se evalúa una CNN contra un
esquema LWDL. La CNN porpuesta tiene una arquitectura idéntica al Deep RBF 16-MOD. La diferencia
radica en que los mod RBF se intercambian por capas densas y se establece el número de neuronas como
parámetros. En la Fig. 29 se ilustra el esquema propuesto.
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La evaluación de las arquitecturas se hace sobre conjuntos de datos de emociones. Los conjuntos de
datos contienen imágenes de expresiones faciales, donde se expresan varias emociones aparentes. La Tabla
9 muestra la distribución de los conjuntos datos usados para el entrenamiento, validación y prueba.

Dataset #Training Samples #Validation Samples #Testing Samples Classes
CK+ 877 94 123 7

JAFFE+ 143 35 35 7
CK+JAFFE 700 219 221 7
iCV MEFED 15969 7000 5751 50

Tabla 9: Distribución del conjunto de datos de entrenamiento, validación y prueba para el reconocimiento de emocio-
nes en imágenes de expresiones faciales.

5.2.1. Resultados de la evaluación preliminar del esquema LWDL con 16 MOD.

En la Tabla. 10 se muestran los valores de exactitud Top-1 y se hace una comparativa entre los modelos
VGG FACE, Deep RBF, DRBF 16-MOD y CNN 16-MOD. El esquema LWDL al ser evaluado sobre los
conjuntos de datos de emociones ha mostrado obtener resultados preliminares que son competitivos en el
estado-del-arte, alcanzando una mejora en comparación con modelos de DL que no integran el aprendizaje
local de extremo a extremo. Los modelos VGG FACE y Deep RBF se usa como marco de referencia del
estado del arte. Deep RBF es un método de aprendizaje local de extremo a extremo en enfoque de DL
presentado en [80].

Dataset VGGFACE VGGFACE
FineTuning Deep RBF DRBF-16 CNN-16

CK+ 0.2113 0.8014 0.1166 0.8520 0.8381
JAFFE 0.1428 0.2087 0.15625 0.6429 0.5971

CK+JAFFE 0.2511 0.4111 0.1435 0.8726 0.8594
iCV MEFED 0.0200 0.0484 0.02 0.125 0.0943

Tabla 10: Resutados Top-1 Accuracy al evaluar la red con VGG FACE (diagrama Fig.27), Deep RBF (diagrama
Fig.13), Deep RBF 16-MOD (diagrama Fig.28) y CNN 16-MOD (diagrama Fig. 29).

Las gráficas presentadas en la Figuras. 30, 31, 32 y 33 reportan resultados en Top-1 Accuracy de la eva-
luación de las arquitecturas Deep RBF 16-MOD (diagrama Fig.28) y CNN 16-MOD (diagrama Fig.29) para
un grupo de neuronas RBF. La curva color azul representa los resultados de exactitud en el reconocimiento
de emociones para cada cierto número de unidades RBF en cada conjunto de datos. La curva color naranja
representa los mismos resultados pero sobre 16-Mod que adaptan capas densas con N número de neuronas.

En la Tabla 11 para CK+JAFFE se observa que la distribución de las predicciones por clase, los resultados
tienen un sesgo en el modelo hacia CK+. Tal resultado se puede atribuir a la distribución de los datos, ya que
en el caso de JAFFE se tiene un conjunto de datos muy reducido de imágenes en comparación con CK+.
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Figura 30: Resultados Top-1 accuracy sobre el conjunto de datos CK+.

Figura 31: Resultados Top-1 accuracy sobre el conjunto de datos JAFFE.

Figura 32: Resultados Top-1 accuracy sobre el conjunto de datos CK+JAFFE.
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Figura 33: Resultados Top-1 accuracy sobre el conjunto de datos iCVMEFED.

CK+ JAFFE
Emoción Incorrectas Correctas Total Imágenes Incorrectas Correctas Total Imágenes
ANGRY 6 21 27 5 0 5

DISGUST 0 35 35 0 5 5
FEAR 6 9 15 4 1 5

HAPPY 0 41 41 0 5 5
SAD 9 7 16 3 2 5

SURPRISE 0 50 50 5 0 5
Total general imágenes 21 163 184 22 13 35

Tabla 11: Evaluación del modelo Deep RBF 16-MOD con 15 unidades RBF.

Las gráficas que se ilustran en la Fig. 35 son un grupo reducido de unidades RBFRBFUnits = [4, 5, 6, 7,
8, 9, 10, 11, 12, 13, 14, 15, 16, 17, 18, 19, 20, 32, 64]. Para observar más a detalle la dispersión de los datos.
Se analiza que para CK+JAFFE los resultados son similares al probar en ambos modelos, tanto local como
global. Para CK+ y JAFFE la dispersión muestra que la Deep RBF 16-MOD tiene un mejor desempeño al
reconocer emociones.

Para el conjunto de datos iCV MEFED la evaluación se hace para el conjunto de unidades RBF Units
= [4, 15, 64]. En la gráfica de la Fig.34 se muestran los resultados del Top-k accuracy para iCV MEFED
obtenidos con el esquema LWDL y el actual estado del arte. El método que obtuvo la más alta exactitud
en el reconocimiento de 50 emociones compuestas adapta la combinación de información geométrica de la
cara con información de texturas. Básicamente su modelo consisten adaptar una CNN que concatena en su
capa totalmente conectada los facial landmark como la información geométrica de la cara.

Los puntos de referencia faciales (Facial landmark) son un conjunto de puntos clave en las imágenes
de rostros humanos. Estos puntos están definidos por sus coordenadas reales (x, y) en la imagen y pueden
obtener información sobre las esquinas de la boca, las esquinas de los ojos, la silueta de las mandı́bulas entre
otros [6].

En la figura 34 se muestra la comparación de los resultados obtenidos con el esquema LWDL y el estado-
del-arte para iCV MEFED. Existe una diferencia entre el conjunto de datos usado con nuestros esquemas
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y con el de los modelos propuestos. En el caso del estado del arte para su entrenamiento toma el conjunto
de entrenamiento y validación y lo dividen en aproximadamente el 10 % de las muestras. En el conjunto
de validación hay 2,250 imágenes de 9 individuos. Las 20,719 imágenes restantes se usan en la fase de
entrenamiento. Esto se hace para que todo los individuos estén contenidos en el conjunto de entrenamiento.
El esquema LWDL usa el conjunto de datos sin hacer modificaciones a la base de datos original, tomando
15,969 imágenes de entrenamiento y 7,000 de validación. Al igual que en los métodos del estado-del-arte,
se deja el resto para prueba y son 5,751. La gráfica 34c muestra los resultados alcanzados con Deep RBF
16-MOD y CNN 16-MOD.

(a) Resultados Top-k accuracy de la evaluación de las ar-
quitecturas Deep RBF 16-MOD y CNN 16-MOD sobre el
conjunto de datos iCV MEFED.

(b) Resultados Top-k accuracy del actual estado-del-
arte en el conjunto de datos iCV MEFED alcanzando
un Top-1 Accuracy de 0.1980 en [28], [38] alcanza
0.1470 y [77] de 0.123. Figura reproducida de [27].

(c) Resultados Top-k accuracy de la evaluación de las ar-
quitecturas Deep RBF 16-MOD y CNN 16-MOD sobre el
conjunto de datos iCV MEFED con 15 unidades RBF.

(d) Resultados Top-k accuracy de la evaluación de
las arquitecturas Deep RBF 16-MOD y CNN 16-
MOD sobre el conjunto de datos iCV MEFED con
64 unidades RBF.

Figura 34: Gráficas de resultados obtenidos para el conjunto de datos iCV MEFED.
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6. Conclusiones

6.1. Comparativa entre los métodos de aprendizaje local y global para reconocer emociones aparen-
tes en imágenes.

En los experimentos iniciales se buscaba demostrar que los métodos de aprendizaje local tienen mejor
desempeño si se elimina la fase de clasificación de la CNN, es decir, si se reemplaza el clasificador (MLP)
por algún clasificador basado en aprendizaje local. Los resultados que obtuvimos (ver Tabla. 8) muestran
que el usar una red CNN como extractor automático de caracterı́sticas y se entrena un método de aprendizaje
local tiene un buen desempeño en el reconocimiento de emociones en imágenes. Esto nos da pie a pensar
que un método que englobe el aprendizaje local de extremo a extremo en una CNN, es decir que no sólo
sea un apilamiento de arquitecturas puede incrementar el desempeño en el reconocimiento de emociones en
imágenes.

6.2. Evaluación del esquema preliminar del LWDL en el reconocimiento de emociones aparentes en
imágenes mediante el análisis de expresiones faciales.

Dado que la comparativa de la Sec.5.1 demostró que un método de aprendizaje local tiene un mejor
desempeño en el ER. En este trabajo se presentó el análisis de 4 conjuntos de datos para el ER sobre enfoques
que adaptan la localidad en DL. En los resultados mostrados anteriormente en la Tabla. 10 para dos de los
conjuntos de datos el esquema LWDL (Deep RBF 16-MOD) mostraron un desempeño superior al alcanzado
por (CNN 16-MOD). Si bien, el esquema LWDL esta motivado en las RBFN, el modelo parcial contempla la
inicialización de las unidades RBF de forma aleatoria y se alcanzan resultados competitivos. Tales resultados
nos dan pie a inferir que si inicializamos las unidades RBF utilizando algoritmos de agrupamiento podemos
mejorar los resultados alcanzados. Ası́ mismo se observó que la idea que se propuso para reducir la alta
dimensionalidad de entrada en cada unidad RBF, mostró un buen desempeño no obstante queda trabajo por
hacer para evaluar el desempeño de la Deep RBF 16-MOD cuando le anteceden encoders.

6.3. Trabajo Actual y futuro

Actualmente se esta trabajando en

El diseño de una mejora del esquema LWDL.

Experimentos usando la Deep RBF 16-MOD en conjuntos de datos de grano fino, no balanceados y
para el reconocimiento de emociones.

Análisis y preparación del conjunto de datos para emociones como EmotioNet.

El trabajo futuro se enfocará de acuerdo con la metodologı́a propuesta en la Sec.4.7.

49



Referencias

[1] Osama Abu Abbas. Comparisons between data clustering algorithms. International Arab Journal of
Information Technology (IAJIT), 5(3), 2008.

[2] Md Zahangir Alom, Tarek M Taha, Chris Yakopcic, Stefan Westberg, Paheding Sidike, Mst Shamima
Nasrin, Mahmudul Hasan, Brian C Van Essen, Abdul AS Awwal, and Vijayan K Asari. A state-of-the-
art survey on deep learning theory and architectures. Electronics, 8(3):292, 2019.

[3] Umut Asan and Secil Ercan. An Introduction to Self-Organizing Maps, pages 299–319. 01 2012.

[4] Christopher G Atkeson, Andrew W Moore, and Stefan Schaal. Locally weighted learning. In Lazy
learning, pages 11–73. Springer, 1997.

[5] Christopher G Atkeson, Andrew W Moore, and Stefan Schaal. Locally weighted learning for control.
In Lazy learning, pages 75–113. Springer, 1997.

[6] Soufiane Belharbi, Clément Chatelain, Romain Hérault, and Sébastien Adam. Input/output deep ar-
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